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RESUME

En télédétection, le clustering, également appelée classification non su-
pervisée, est une tiche importante qui vise a partitionner une image don-
née dans un espace multispectral en un certain nombre de classes spectrales
(groupes), lorsque l'information in situ n’est pas disponible. Parmi les nom-
breux algorithmes de clustering existants, les plus utilisés sont le K-means,
I'ISODATA, le FCM (Fuzzy C-Means), le SOM (Self Organizing Map) et plus
récemment le K-Harmonic Means. Cependant, avec l'augmentation de la
quantité de données détectées a distance et leur hétérogénéité, il devient
difficile d’obtenir des résultats de clustering pertinents en utilisant un seul
algorithme. De plus, chaque algorithme précité nécessite un certain nombre
de parametres et le plus important d’entre eux est le nombre de clusters, que
l'utilisateur doit définir a priori.

Pour faire face a ces lacunes, les systemes de classifications multiples
(MCS), également connus sous le nom d’ensemble de clustering, est le
consensus de différents algorithmes de clustering qui peut fournir la
meilleure partition avec une grande précision et, par conséquent, surmon-
ter les limites des approches traditionnelles basées sur des classificateurs
uniques. Le MCS comprend deux étapes : la génération de partitions et la
combinaison de partitions.

Dans cette these, nous étudions les avantages et les potentiels de cette
technique dans le domaine de I’occupation du sol en utilisant différents types
de données : Données synthétiques, données composites et données de té-
lédétection. La premiere étape du MCS est assurée par quatre algorithmes
de clustering, a savoir l'algorithme k-means, ’algorithme k-harmonic means
(KHM), l'algorithme Bisecting K-means (BKM) et l'algorithme Self Orga-
nizing Map (SOM). Le meilleur clustering qui fait office de référence est
obtenu selon l'indice WB. Les méthodes de ré-étiquetage et de vote sont
utilisées dans la deuxieme étape. Les résultats expérimentaux obtenus par le
MCS surpassent légerement les résultats du clustering individuel.

Mots clés : Clustering, K-means, k-harmonic means, Bisecting K-means,
Self Organizing Map, indices de validité des clusters, données de télédétec-
tion.
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ABSTRACT

In remote sensing, clustering, also called unsupervised classification, is
an important task that aims to partition a given image in a multispectral
space into a number of spectral classes (clusters), when in situ information
is not available. Among the many existing clustering algorithms, the most
commonly used are K-means, ISODATA, FCM (Fuzzy C-Means), SOM (Self
Organizing Map) and more recently K-Harmonic Means. However, with the
increase in the amount of remotely sensed data and its heterogeneity, it be-
comes difficult to obtain relevant clustering results using a single clustering
algorithm. Moreover, each algorithm mentioned above requires a number of
parameters and the most important of them is the number of clusters, which
the user has to define a priori.

To cope with these shortcomings, the Multiple Classifier System (MCS)
is also known as ensemble clustering , is the consensus of different cluste-
ring algorithms can provide the best partition with high accuracy and conse-
quently overcome limitations of traditional approaches based on single clas-
sifiers. The MCS involves two stages : the partitions generation and the par-
titions combination.

In this thesis, we investigate the potential advantages of this technique in
the unsupervised land cover classification by using various kinds of data :
Synthetic data, composite data and remotely sensed data. The first stage of
the MCS is assumed by four clustering algorithms, the well-known k-means
algorithm, the k-harmonic means algorithm (KHM), Bisecting K-means
(BKM) and the self-organizing map (SOM). The best clustering is obtained
according to WB index. The relabeling and the voting methods are used in
the second stage. Experimental results obtained by the MCS outperform the
results of the individual clustering.

Keywords : Clustering, K-means, k-harmonic means, Bisecting K-means,
self-organizing map, cluster validity indices, remotely sensed data.
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Introduction générale

CONTEXTE DES TRAVAUX

Il existe de nombreuses méthodes et algorithmes disponibles pour le trai-
tement des images satellites. Les plus connues sont le rehaussement, I’extrac-
tion de formes, la segmentation, la fusion, la détection de changements, la
compression, la classification et la détection de formes.

Les images de télédétection sont largement utilisées en classification de la
couverture terrestre, l'identification de cibles et la cartographie thématique,
de I'échelle locale a 1’échelle mondiale, en raison de leurs avantages tech-
niques tels que la multi-résolution, la large couverture et les enregistrements
multispectraux et hyperspectraux [Navalgund et al., 2007]. Avec les progres
de la technologie d’acquisition de données de télédétection, les images de
télédétection peuvent étre acquises par divers capteurs, par exemple, un
spectrometre d’imagerie hyperspectral, des capteurs a haute résolution, un
radar polarimétrique a ouverture synthétique, etc. [Zhang, 2010].

Une solution efficace consiste a générer un ensemble de classificateurs
en combinant certains classificateurs individuels, que 1’on appelle systéme a
classificateurs multiples, Multiple Classifier System en anglais (MCS) ou
ensemble de classificateurs [Steele, 2000][Briem et al., 2002][Smits, 2002][Be-
nediktsson et al., 2007][Foody et al., 2007][Doan et Foody, 2007][Okun et
Valentini, 2008][Waske et al., 2010]. Au cours des vingt dernieres années,
le MCS s’est développé rapidement et a été largement utilisé dans divers
domaines tels que la reconnaissance des formes, le traitement des images et
I'identification des cibles. En outre, le MCS, a été utilisé récemment par la
société de télédétection, est considéré comme un moyen efficace d’améliorer
les performances de classification des images de télédétection. De nombreux
chercheurs ont étudié la possibilité de combiner plusieurs classificateurs
pour obtenir un résultat satisfaisant [Briem et al., 2002][Lu et Weng, 2007].

LES SYSTEMES A CLASSIFICATEURS MULTIPLES EN TELE-
DETECTION

Les applications des MSC dans le domaine de la télédétection sont nom-
breuses et traitent principalement de la cartographie de 'occupation du sol
et de la détection des changements. Ce qui suit un apercu des différents
travaux se trouvant dans la litérature.

[Giacinto et al., 2000] ont proposé une méthode basée sur la combinai-
son d’algorithmes neuronaux et statistiques (le classifieur naif de Bayes, le
perceptron multicouche, le réseau a fonctions de base radiales et le réseau
de neurones probabiliste) pour la classification supervisée d’images de télé-
détection. IIs ont démontré que la combinaison d’algorithmes neuronaux et
statistiques est un moyen efficace d’obtenir rapidement des valeurs de haute
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précision apres de courtes phases de conception et d’améliorer le compromis
précision/rejet par rapport aux techniques individuelles.

[Wemmert, 2000] a proposé une méthode de clustering collaboratif ap-
pelée SAMARAH. Cette méthode consiste en la collaboration de différentes
méthodes de clustering pour tenter de trouver un consensus sur le clustering
d’un jeu de données. L'objectif de cette collaboration est de réduire I'impact
du choix d"une méthode et de ces parameétres sur le résultat.

[Briem et al., 2002] ont étudié les performances de trois types de classifica-
teurs multiples, a savoir les algorithmes de mise en sac (bagging algorithms),
les algorithmes de boosting (boosting algorithms) et les classificateurs ba-
sés sur la théorie du consensus (consensus-theoretic classifiers), en termes
de classification de données géographiques et de télédétection multisources.
Les trois schémas ont donné de bons résultats et ont surpassé de plusieurs
classificateurs uniques en termes de précision.

[Forestier et al., 2008] se sont intéressé a la collaboration des algorithmes
de clustering dans le cadre de la classification orientée objet d’images de té-
lédétection a trés haute résolution des zones urbaines. La méthode permet
d’effectuer une classification non supervisée multi-stratégique, donnant un
résultat unique qui combine les résultats de toutes les méthodes de classifi-
cation.

[Chi et al., 2009] ont appliqué un algorithme de classification d’ensemble,
qui combine des modeles génératifs (mélange de gaussiens) et discriminatifs
(machine a cluster de support) pour traiter le probléme de quantité dans la
classification des images hyperspectrales de télédétection. Les résultats ont
permis d’améliorer la précision de la classification ainsi que sa robustesse.

[Han et al., 2012] ont proposé un algorithme hybride entre 1’algorithme
DECORATEs (Diversity Ensemble Creation by Oppositional Relabeling of
Artificial Training Examples) et I'algorithme RF (Rotation Forest), afin d’évi-
ter le sur-apprentissage dans la classification des images de télédétection.
Les réseaux neuronaux a fonction de base radiale (RBF) ont été employés
comme classificateurs de base. Dans les expérimentations, I’algorithme pro-
posé a montré une précision de classification plus élevée et moins en sur-
apprentissage.

Dans les travaux de [Su et Du, 2014], la stratégie diviser pour régner
(divide-and-conquer strategy) a été proposée, dans laquelle un classificateur
est appliqué a chaque groupe de bandes, et la sortie finale est le produit de
nombreux classificateurs fusionnés ensemble.

Pour la segmentation des images hyperspectrales, [Berikov et al., 2014]
ont présenté une nouvelle méthode de clustering d’ensemble. L’idée princi-
pale de la méthode est de réduire la quantité de données étudiées en utilisant
une succession d’algorithmes k-means comme étape préparatoire. L'efficacité
des algorithmes proposés est démontrée par des résultats de clustering sur
des images hyperspectrales réelles.

[Sublime et al., 2016] ont proposé une approche originale basée sur le
Generative Topographic Mapping (GTM) qui consiste a 1'utiliser sur diffé-
rents jeux de données ou des clusters similaires peuvent étre trouvés (mémes
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espaces de caractéristiques et distributions de données similaires). Les résul-
tats des expériences révelent que ce cadre est assez bon pour améliorer le
regroupement final des cartes dans le processus collaboratif.

[Tatarnikov et al., 2017] ont proposé un algorithme de la moyenne des
centroides. En utilisant un ensemble de partitions créées avec une approche
basée sur les centroides, 1’algorithme peut produire la partition consensuelle
d’un ensemble de données en clusters.

[Miao et al., 2018] ont proposé un nouveau MCS pour résoudre le
probleme de la classification de 1’occupation du sol avec des images de
télédétection. Le systeme tient compte a la fois de 1'efficacité et de l'efficience
en combinant la taille et I'ensemble des classificateurs en méme temps, ce
qui est réalisé en transférant ces taches a un probléme d’optimisation. Les
résultats expérimentaux montrent que le systeme MCS proposé peut classi-
tier avec succes les images de télédétection avec une grande précision tout
en réduisant le cotit de calcul.

Malgré 1'abondance des applications des MCS au traitement des données
de télédétection, il convient de mentionner que la majorité des travaux cités
ci-dessus traitent le cas de la classification supervisée et que seules quelques
études ont été consacrées au cas non supervisé. Ceci est principalement di
au fait que l'é¢tude de la relation précision-diversité des classificateurs de
base dans le cas supervisé est difficile. Par conséquent, afin d’obtenir un
résultat de classification unique et utile, cette recherche étudie 'utilisation
d"une combinaison de méthodes de classification non supervisée.

PROBLEMATIQUE

Ensemble de clustering est le processus qui consiste a combiner les
multiples résultats de clustering d’un ensemble d’objets en un seul clus-
tering amélioré. Il est parfois appelé solution consensuelle ou agrégation
de clustering. Ces dernieres années, diverses études ont été menées pour
développer des méthodes d’ensemble de clustering inspirées par le succes
de la méthode d’ensemble dans le domaine de l'apprentissage supervisé
[Strehl et Ghosh, 2002][Fern et Brodley, 2004][Topchy® et al., 2004][Topchy
et al., 2005]. Cependant, par rapport a la recherche sur les méthodes d’en-
semble de classification, la construction d’'un ensemble de clustering n’est
pas simple, et des travaux supplémentaires sont nécessaires dans ce domaine.

Plusieurs raisons rendent la construction d'un ensemble de clustering
plus difficile que celle de la classification supervisée. L'une d’entre elles est
que le clustering est un apprentissage non supervisé dans lequel les don-
nées ne sont pas étiquetées. Il n'y a donc pas de connaissances préalables
avec lesquelles 'algorithme peut découvrir la véritable structure de cluster,
et il n'y a pas de "vérité terrain" pour valider le résultat du clustering. De
plus, aucune technique de validation ne peut étre utilisée pour régler les
parametres de l'algorithme de clustering. Il n’existe donc pas de lignes di-
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rectrices permettant a 1'utilisateur de sélectionner 1’algorithme de clustering
le plus approprié pour un ensemble de données. Un autre défi est que le
nombre de clusters produits peut différer parmi les solutions générées par
différents algorithmes de clustering. En outre, le nombre de clusters dans la
solution finale est inconnu a 'avance.

[Ghosh et Acharya, 2011] ont souligné qu’il existe plusieurs motivations
pour l'utilisation des ensembles de clustering, et que celles-ci sont beaucoup
plus larges que celles pour l'utilisation d’un ensemble de classification, ot
la motivation principale de ce dernier est d’améliorer la précision de la
classification. Ces raisons sont les suivantes :

— Améliorer la qualité des résultats du clustering par rapport a ceux
produits par des algorithmes de clustering uniques.

— Réutiliser le clustering existant (réutilisation des connaissances) : dans
certaines applications, une variété de partitions peut exister, elles
peuvent donc étre combinées pour obtenir un résultat final de clus-
tering. Ceci permet d’obtenir un résultat de clustering plus consolidé ;
plusieurs exemples sont fournis dans [Strehl et Ghosh, 2002].

— Générer des résultats de clustering robustes a travers différents types
de jeux de données. Il est largement connu que les algorithmes de
clustering populaires échouent souvent a produire un bon résultat de
clustering lorsque les données ne correspondent pas a leurs hypo-
theses.

Parmi ces objectifs, le premier point est le plus largement accepté. La
qualité du cluster est généralement mesurée avec une mesure numérique
pour évaluer les différents aspects de la validation du cluster [Tan et al,,
2006].

Dans cette these, on s’est intéressé aux méthodes par ensemble qui
consistent a créer un résultat de clustering appelé consensus a partir d'un
ensemble de résultats de clustering. Ces méthodes s’intéressent principale-
ment a deux aspects. Le premier est la création des résultats de 1’ensemble
(différents algorithmes, différentes initialisations, etc.). La seconde est la dé-
finition d"une fonction permettant de trouver la partition consensuelle finale.
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CONTRIBUTION

Afin de pallier aux carences des algorihmes individuels de clustering et
pour améliorer les résultats, une approche MCS est proposée qui consiste a
une application d"un multi- classifieur par l'intégration de I'indice WB sur les
données de télédétection. Notre MCS (Multiple Classifier System) est com-
posée de deux étapes essentiels : la génération des partitions et la fonction
de consensus.

Pour l'étape de la génération de partitions notre choix s’est porté sur
quatre algorithmes de clustering hétérogénes pour concevoir le MCS, a savoir
I'algorithme le plus populaire K-means, l'algorithme K-harmonique (KHM),
'algorithme Bisecting K-means (BKM) et 1’algorithme neuronale Self Organi-
zing Map (SOM). Le meilleur clustering est obtenu selon un critere d’évalua-
tion de la qualité du clustering a savoir I'indice de validité WB, ce dernier est
défini comme le rapport entre la mesure de la compacité du cluster (Sum-of-
Squares Within (SSW)) et sa mesure de séparation (Sum-of-Squares Between
(SSB)).

Quant a la fonction de concensus est basée sur le principe de réétiquetage
et de vote. Cette approche tente de résoudre le probleme de correspondance,
puis un simple vote peut étre appliqué pour affecter les objets dans les clus-
ters afin de déterminer la partition consensuelle finale.

STRUCTURE DE LA THESE
La présente these s’articule autour de quatre chapitres :

Le premier chapitre décrit d’'une maniére générale la télédétection, les
notions, les différents concepts, les domaines d’applications et l'interpréta-
tion visuelle, y sont également présentés.

Dans la chaine de traitement que nous avons élaborée, on est amené a
appliquer un processus de classification non supervisé. Nous avons donc
jugé utile de donner dans le deuxieme chapitre un apercu général sur les
différentes techniques de classification.

Un intérét particulier a été accordé a quatres algorithmes de clustering a
savoir l'algorithme K-means, l'algorithme K-harmonique means (KHM),
I'algorithme Bisecting K-means (BKM) et l'algorithme Self Organizing Map
(SOM) appliqué dans notre étude.

Enfin, les différents criteres d’évaluation de la classification seront présentés
dans la derniére partie de ce chapitre.

Le troisieme chapitre est dédié aux différentes méthodes d’ensemble de
clustering. Nous commencons par aborder l'origine du concept ensemble
clustering, ses motivations, ses objectifs et ses applications, pour ensuite
présenter les différentes méthodes d’ensemble. Ensuite, nous présentons



Introduction générale

I'architecture de notre approche.

Le dernier chapitre constitue un ensemble d’expérimentations de 'ap-
proche proposée. Il décrit en détail les tests et la validation du notre MCS sur
les différentes expérimentations menées a la fois sur des données artificielles,
des images composites, et des données de télédétection.

Une comparaison des résultats obtenus par rapport a ceux donnés par une
classification supervisée est présentée a la fin de ce chapitre.

La these se termine par une conclusion. Elle donne un apercu général du
travail accompli, met en évidence les résultats obtenus et lance les premiers
jalons pour I'extension de ce présent travail.
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LES données de télédétection sont utilisées dans de nombreux domaines et
pour une grande variété d’applications. Ce chapitre aborde donc brieve-
ment les définitions et les concepts de base ainsi que les notions liées a la
télédétection.
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INTRODUCTION

La télédétection (« Remote sensing » en anglais) est I'art et la science d’en-
registrer, de mesurer et d’analyser des informations sur un phénomene a
distance. Par trois de nos cinq sens, nous faisons quotidiennement de la té-
lédétection. La vue, l'ouie et 'odorat nous permettent d’obtenir toute une
série d’informations sur notre environnement, de les analyser en temps réel,
de les évaluer et de choisir les comportements qui nous semblent les plus
adéquats par rapport a la situation observée. Lire le journal, sentir les fleurs
sont autant d’activités de télédétection.

La plupart des dispositifs de détection enregistrent des informations sur
un objet en mesurant la transmission d’énergie électromagnétique par un
objet a partir de surfaces réfléchissantes et rayonnantes. Ces données de té-
lédétection sont largement utilisées dans une série d’applications océanogra-
phiques, terrestres et atmosphériques, telles que la cartographie de la cou-
verture terrestre, la modélisation et la surveillance de ’environnement, et la
mise a jour des bases de données géographiques.

DEFINITION DE LA TELEDETECTION

Un certain nombre de définitions différentes, et toutes aussi correctes, de
la télédétection sont données ci-dessous :

— La télédétection est une science de l'acquisition, du traitement et de
I'interprétation des images qui enregistrent l'interaction entre 1’éner-
gie électromagnétique et la matiére [Sabins, 1978].

— La télédétection est une instrumentation, des techniques et des mé-
thodes permettant d’observer la surface de la Terre a distance et d'in-
terpréter les images ou les valeurs numériques obtenues afin d’acqué-
rir des informations significatives sur des objets particuliers de la Terre
[Buiten et Clevers, 1993].

— La télédétection est définie comme une science et I'art d’obtenir des
informations sur un objet, une zone ou un phénomene par I'analyse
de données acquises par un capteur qui n’est pas en contact direct
avec la cible [Schultz et Engman, 2000].

— La télédétection est une discipline qui cherche a obtenir des informa-
tions de la Terre en utilisant des images acquises par des satellites ou
des plateformes aériennes et en se servant de la radiation électroma-
gnétique émise ou réfléchie par la surface terrestre [Lillesand et Kiefer,

1994].
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1.3 HISTORIQUE DE LA TELEDETECTION

Le talbeau 1.1 résume quelques dates importantes de 'histoire de la télé-

détection.

1844 Premiéres photographies aériennes réalisées depuis un ballon par
G.F. Tournachon dit NADAR.

1909 Premieres photographies depuis un avion (les freres WRIGHT).

1914 - 1918 || Utilisation intensive de la photographie aérienne comme moyen
de reconnaissance pendant la 1ére guerre mondiale.

1940 Apparition des premiers radars opérationnels en Grande-Bretagne
(bataille d’Angleterre).

1945 Développement continu de la photographie aérienne comme
méthode opérationnelle de cartographie et de surveillance de
I’environnement.

1957 Lancement de Spoutnik 1, premier satellite artificiel.

1960 - 1972 || Développement paralléle de la technique des satellites et des
capteurs.

1960 Lancement de Tiros, premier satellite météorologique.

1972 Lancement d’ERTS, rebaptisé Landsat 1, premier satellite spécialisé
de télédétection des ressources terrestres.

1982 Apparition de la haute résolution spatiale pour 1’observation de la
Terre : lancement de Landsat 4, équipé du radiometre « Thematic
Mapper ».

1986 Lancement de SPOT 1 satellite commercial frangais de télédétection.
Développement de capteurs hyperspectraux.

1990- Développement de systemes spatiaux a haute résolution.

1999 Lancement par la société privée Space Imaging Corp. du satellite
IKONOS, offrant des images a tres haute résolution spatiale (1 m).

2001 Lancement de QuickBird, un systéeme de capteurs a trés haute
résolution spatiale (USA).

2002 Lancement d’Aqua par la NASA.

Lancement d’Envisat-1 avec des instruments optiques et radar
par I’ESA.
Lancement du premier satellite Algérien Alsat 1.

2006 Lancement de ALOS1 (JAPAN).

2008 Lancement de GeoEye.

2009 Lancement de WorldView-2 par DigitalGlobe.

2010 Lancement du deuxiéme satellite Algérien Alsat 2A.

2013 Lancement de Landsat-8 par la NASA /USGS.

2014 Lancement de WorldView-3 par DigitalGlobe.

Lancement de ALOS2 (JAPAN).
2015 Lancement de Sentinel-1 par 'ESA.
2016 Lancement de Sentinel-2 par I'ESA.
Lancement de Sentinel-3 par 'ESA.
Lancement du troisiéme satellite Algérien Alsat 2B.
2017 Lancement de Sentinel-5 par I'ESA.
2021 Lancement de Landsat-9 par la NASA /USGS.

TABLE 1.1 — Historique de la télédétection.
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, Nombre , Nombre

Pays opérateur de satellites Pays opérateur de satellites
Etats - Unis 887 Espagne 19
Chine 296 Argentine 18
Russie 150 Israel 12
Japan 79 Norvege 8
Multinational 63 Emirats Arabes 8

Unis

Inde 57 Singapour 8
ESA (Europe) 49 Kazakhstan 7
Canada 37 Algérie 5
Allamagne 33 Finlande 5
Luxembourg 33 Suisse 3

TABLE 1.2 — Nombre de satellites opérationnels (2019).

Selon 1’association UCS (Union of Concerned Scientists), 2.787 satellites
sont opérationnels au 31 décembre 2020 , dont plus de la moitié lancés par
les Etats-Unis. Les trois quarts des satellites en opération tournent en orbite
basse (entre 500 et 2.000 km d’altitude), et sont utilisés pour les systémes de
télécommunication, d’imagerie terrestre ou la météorologie.

Le tableau 1.2 représente le nombre de satellites opérationnels en
orbite autour de la Terre de plusieurs nations au 1er avril 2019
[www. futura—-sciences.com].

PROCESSUS DE TELEDETECTION

La télédétection repose sur la mesure de l'énergie électromagnétique
ou du rayonnement électromagnétique (EMR). La plus importante source
d’énergie a la surface de la Terre est le Soleil, qui nous fournit, par exemple,
de la lumiere (visible), de la chaleur (que nous pouvons ressentir) et de la
lumiere UV, qui peut étre nocive pour notre peau. De nombreux capteurs
utilisés en télédétection mesurent la lumiere solaire réfléchie.

La détection et la discrimination d’objets ou de caractéristiques de la sur-
tace de la Terre signifie détecter et enregistrer de 1’énergie rayonnante ré-
fléchie ou émise par des objets ou des matériaux de la surface (Figure 1.1).
Différents objets renvoient une quantité différente d’énergie incidentes dans
différentes bandes du spectre électromagnétique. Cela dépend de la propriété
du matériau (structurelle, chimique et physique), de la rugosité de la surface,
de I’angle d’incidence, de l'intensité et de la longueur d’onde de I’énergie ra-
diante.

La télédétection est fondamentalement une science multidisciplinaire qui
comprend une combinaison de diverses disciplines telles que l'optique, la
spectroscopie, la photographie, l'informatique, 1’électronique, les télécom-
munications, le lancement de satellites, etc. Toutes ces technologies sont in-
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tégrées pour constituer un systeme complet en soi, connu sous le nom de
systéme de télédétection. Les données de télédétection sont le plus souvent
en forme d’images.

Le processus de télédétection comporte un certain nombre d’étapes,
chacune d’entre elles étant importante pour le succes de l'opération [Ro-
nald Eastman, 2009].

Les étapes du processus de la télédétection sont :

— Emission de rayonnement électromagnétique (Soleil /auto émission).

— Transmission de I'énergie de la source a la surface de la Terre, ainsi
que l'absorption et la diffusion.

— Interaction du rayonnement électromagnétique avec la surface de la
Terre : réflexion et émission.

— Transmission de 'énergie de la surface au capteur distant.

— Sortie des données du capteur.

— Transmission, traitement et analyse des données.

) % Soleil I
Satellite & N /
Rayonnement _O_
solaire incident 1N

Ravonnement
solaire réflachi

-’s.lﬂl‘:’

)

Route paves Zone bitie

ooog
=T=H=]

FIGURE 1.1 — Le systéme de télédétection.

La stratégie de base pour détecter le rayonnement électromagnétique est
claire. Tout ce qui existe dans la nature a sa propre distribution unique
de rayonnement réfléchi, émis et absorbé. Ces caractéristiques spectrales,
peuvent étre utilisées pour distinguer un objet d'un autre ou pour obtenir
des informations sur la forme, la taille et d’autres propriétés physiques et
chimiques [Bakker et Al., 2004].

Rayonnement électromagnétique

L'énergie électromagnétique est 1'énergie qui se propage sous la forme
d’une interaction progressive entre les champs électriques et magnétiques
qui sont perpendiculaires 1'un a l'autre [Sabins, 1978] (Figure 1.2). Elle se
déplace a la vitesse de la lumiere. La lumiere visible, les rayons ultraviolets,
les rayons infrarouges, la chaleur, les ondes radio et les rayons X sont tous

12
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des formes différentes d’énergie électromagnétique.

FIGURE 1.2 — Représentation d’une onde électromagnétique.

L'énergie électromagnétique (E) peut étre exprimée en termes de fré-
quence (f) ou de longueur d’onde (A) du rayonnement comme suit :

hc
e (1.1)

ott h est la constante de Planck (6,626 x 10734 Joules-sec), ¢ est une
constante qui exprime la vitesse de la lumiere (3 x 10 m/sec), f est la fré-
quence exprimée en Hertz et A est la longueur d’onde exprimée en micro-
metres (1¢m = 107° m).

Comme on peut le constater a partir de I'équation (1.1), les longueurs
d’onde plus courtes ont un contenu énergétique plus élevé et les longueurs
d’onde plus longues ont un contenu énergétique plus faible.

La distribution du continuum d’énergie peut étre tracée en fonction de la
longueur d’onde (ou de la fréquence) et est connue sous le nom de spectre
du rayonnement électromagnétique (Figure 1.3).

Dans la terminologie de la télédétection, 1'énergie électromagnétique est
généralement exprimée en termes de longueur d’onde (A).

Tous les matériaux refletent, émettent ou rayonnent une gamme d’énergie
électromagnétique, selon les caractéristiques du matériau. En télédétection,
c’est la mesure du rayonnement électromagnétique réfléchi ou émis par un
objet, qui est utilisée pour identifier la cible et déduire ses propriétés [Bakker
et Al., 2004].

E=hcf ou
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Longueur d'onde (en métre)
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Rityom Rayons X me Infrarouge |Micro-ondes Ondes radio

Gamma violet
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! .
400 500 600 700 750 nm
Spectre visible

FIGURE 1.3 — Spectre de rayonnement électromagnétique.

En télédétection, les longueurs d’ondes les plus utilisées sont :
Le visible 0.4 - 0.7 ym.
Le proche infrarouge 0.7 - 1.5 pum.
L'infrarouge moyen 1.5 — 3 ym.
L'infrarouge thermique 3 - 15 ym.
Les micro-ondes ou hyperfréquences 1 mm — 1 m.

Interaction du rayonnement électromagnétique avec l’atmo-
sphere et la surface terrestre

Comme vous le savez, le mot "atmosphere" désigne les couches de gaz
qui entourent la Terre. Les constituants de I'atmosphére sont 1’azote, 1’oxy-
gene, le dioxyde de carbone, l'0zone, la vapeur d’eau et d’autres gaz. Le
rayonnement électromagnétique provenant du Soleil doit traverser deux fois
I'atmosphere terrestre avant d’étre détecté par le capteur du satellite, une
fois lors de son voyage du Soleil vers la Terre et une seconde fois apres avoir
été réfléchi/émis par la surface de la Terre vers le capteur. Les particules
et les gaz présents dans I'atmosphére interagissent avec la lumiére entrante
et le rayonnement réfléchi/émis. L'intérét que nous portons a cette interac-
tion est lié au fait que les composants atmosphériques diffusent, réfractent,
réfléchissent, absorbent et émettent des rayonnements électromagnétiques,
modifiant ainsi la radiance originale des objets observés par un capteur a
distance [Bakker et Al., 2004].

L'interaction du rayonnement électromagnétique avec l'atmosphere est
importante pour la télédétection pour deux raisons principales :

— L'information transportée par le rayonnement électromagnétique ré-
fléchi/émis par la surface de la Terre est modifiée lorsqu’elle traverse
I’atmosphere.

— L'interaction du rayonnement électromagnétique avec l’atmosphere
peut étre utilisée pour obtenir des informations utiles sur 'atmosphere
elle-méme.

14
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1.5 TELEDETECTION PASSIVE/ACTIVE

Selon la source d’énergie électromagnétique, la télédétection peut étre
classée en télédétection passive ou active (Figure 1.4).

Capteur passif Capteur actif

FIGURE 1.4 — Télédétection passive et active.

Dans le cas de la télédétection passive, la source d’énergie est celle qui est
naturellement disponible, comme le Soleil. La plupart des systémes de télé-
détection fonctionnent en mode passif en utilisant 1’énergie solaire comme
source de rayonnement électromagnétique. L’énergie solaire réfléchie par les
cibles a des bandes de longueur d’onde spécifiques est enregistrée a 1’aide de
capteurs embarqués sur des plates-formes aériennes ou spatiales. Afin de ga-
rantir une puissance de signal suffisante au niveau du capteur, des bandes de
longueur d’onde/énergie capables de traverser I’atmosphére, sans perte si-
gnificative due aux interactions atmosphériques, sont généralement utilisées
en télédétection.

Tout objet dont la température est supérieure a 0° K (Kelvin) émet un
rayonnement, qui est approximativement proportionnel a la puissance quatre
de la température de 1'objet. Ainsi, la Terre émet également un certain rayon-
nement puisque sa température ambiante est d’environ 300° K.

Dans le cas de la télédétection active, I'énergie est générée et envoyée
de la plate-forme de télédétection vers les cibles. L'énergie renvoyée par les
cibles est enregistrée a 1'aide de capteurs embarqués sur la plate-forme de
télédétection. La plupart de la télédétection par micro-ondes est effectuée
par la télédétection active [Bakker et Al., 2004].

Donc, selon les cas nous aurons les informations présentées dans le ta-
bleau 1.3.

Par simple analogie, la télédétection passive est similaire a la prise de
vue avec un appareil photo ordinaire, tandis que la télédétection active est
analogue a la prise de vue avec un appareil photo doté d"un flash intégré.
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Longueur d’onde utlisée 300 - 1100 NM 8000 & 14000 >14000 nm
Domaine du spectre électro | visible et proche infra-rouge infra-rouge lointain
- magnétique infra -rouge thermique micro - ondes
Type de télédétection Passive Passive Active
Conditions Diurne Diurne et nocturne | Diurne et nocturne

TABLE 1.3 — Domaines du spectre électromagnétique de la télédétection passive et active.

VECTEURS

Par capteur nous désignons l’appareil qui enregistre le rayonnement élec-
tromagnétique venant du sol, et par vecteur (plate-forme) 1’avion, le ballon
ou le satellite qui le transporte.

Les plates-formes spatiales se trouvent dans l'espace et se déplacent sur
leur orbite autour de la Terre. C’est grace a ces plates-formes spatiales que
nous obtenons d’énormes quantités de données de télédétection.

En fonction de leur altitude et de leur orbite, ces plateformes peuvent étre
divisées en deux catégories : les satellites géostationnaires et les satellites a
défilement (Figure 1.5).

(b)

FIGURE 1.5 — Types de plates-formes
a) Orbite polaire.  b) Orbite géostationnaire.

Satellites géostationnaires

Un satellite géostationnaire est un satellite artificiel qui se trouve sur une
orbite géostationnaire.

Un satellite sur cette orbite située a 35 786 km d’altitude possede une pé-
riode de révolution tres exactement égale a la période de rotation de la Terre
et parait immobile par rapport a un point de référence a la surface de la Terre,
c’est-a-dire reste toujours a la verticale du méme point sur Terre, propriété
utilisée pour en faire des satellites d’observation, de télécommunications, ou
bien de télédiffusion [Bakker et Al., 2004]. Pour respecter cette propriété, un
satellite géostationnaire se situe forcément dans le plan de 1'équateur. Son
taux de rotation — sa vitesse angulaire de rotation — est égal a celui de la
Terre, soit environ 159 /heure.
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Les satellites METEOSAT (France), GOES (Geostationary Operational Envi-
ronmental Satellites, USA), GMS (Japon), INSAT (Inde) et le satellite Algérien
de télécommunication ALCOMSAT-1 sont géostationnaires.

Satellites a défilement

Les satellites a défilement gravitent sur une orbite polaire quasi circulaire
a une altitude de 800 a 1000 kilometres. La rotation s’effectue en 100 minutes,
ce qui équivaut a un passage au dessus d’un méme point terrestre toutes les
12 heures environ.

Grace a ces satellites, le globe entier est couvert de facon réguliere et
donne une couverture répétitive sur une base périodique [Bakker et Al,
2004].

Les satellites a défilement sont principalement utilisés pour la météoro-
logie, pour les systemes de téléphonie planétaire, le GPS (Global Positioning
System, en anglais) qui est le principal systéme de positionnement satellite
mondial actuellement et qui orbite aux alentours de 20000 km d’altitude, ou
encore les stations spatiales comme Mir (Russie) ou, actuellement, ISS (Sta-
tion Spatiale Internationale, International Space Station, en anglais).

Les satellites frangais SPOT, le programme américain LANDSAT et les
satellites Algérien Alsat circulent sur ce type d’orbite.

AVANTAGES ET INCONVENIENTS DE LA TELEDETECTION

Les avantages de la télédétection sont les suivants :

— Fournir des données sur des grandes surfaces.

— Fournir des données sur des régions tres éloignées et inaccessibles.

— Capable d’obtenir des images de n’importe quelle zone sur une pé-
riode de temps continue, ce qui permet d’analyser les changements
anthropiques ou naturels du paysage.

— Relativement peu cofiteuse par rapport a 'emploi d'une équipe de
géometres.

— Collecte facile et rapide de données.

— Production rapide de cartes pour l'interprétation.

Ses inconvénients sont :

— L'interprétation de l'imagerie requiert un certain niveau de compé-
tence.

— Nécessité d'une vérité terrain.

— Les données provenant de sources multiples peuvent créer de la confu-
sion.

— Les objets peuvent étre mal classifiés ou confondus.

— Des distorsions peuvent se produire dans une image en raison du
mouvement relatif du capteur et de la source.
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DONNEES DE TELEDETECTION

Images satellitaires

L'imagerie satellitaire (aussi appelée imagerie spatiale) désigne la prise
d’images depuis 1'espace, par des capteurs placés sur des satellites.

Les images satellitaires peuvent étre classées selon le mode d’acqui-
sition (images panchromatiques, images multi-spectrales, images hyper-
spectrales).

Les images panchromatiques

Une bande panchromatique (bande noire et blanche) est une bande qui
contient généralement une largeur de bande de quelques centaines de nano-
metres (entre 0.4 et 0.7 ym). Cette largeur de bande lui permet de conserver
un signal-bruit élevé, ce qui rend les données panchromatiques disponibles
a une haute résolution spatiale et une faible résolution spectrale (Figure 1.6).

FIGURE 1.6 — Image panchromatique du satellite Quickbird de résolution 61 cm d’une
région au Canada.

Les images multi-spectrales

L'imagerie multispectrale fait généralement référence a des enregistre-
ments simultanés dans un petit nombre de bandes spectrales (3 a 10 bandes).
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La figure 1.7 donne une schématisation d’une image satellitaires qui se re-
présente sous la forme d’une matrice de pixels. Chaque pixel est décrit par
un ensemble de valeurs correspondant aux bandes du capteur utilisé pour
capturer 'image.

Bandes {
spectrales

Réflectance

" Longueur d’onde

Surface terrestre

FIGURE 1.7 — [llustration d’une image satellitaires multispectrale.

Les images hyper-spectrales

Les images hyperspectrales sont obtenues par des capteurs capables d’en-
registrer I'information dans une multitude (souvent plus de 200) de bandes
spectrales beaucoup plus étroites (de 1'ordre de quelques nm) et souvent
contigiies, dans les portions visible, proche infrarouge et infrarouge moyen
du spectre électromagnétique (Figure 1.8). Par exemple, le satellite américain
Hypérion compte 220 bandes spectrales (a partir de 0.4 a 2.5 mm) avec 30 m
de résolution spatiale.

Chaque matériau posséde une signature spectrale spécifique qui peut étre
utilisée comme une "empreinte digitale" pour son identification unique. Par
conséquent, I'imagerie hyperspectrale trouve un large éventail d’applications
dans la télédétection tels que l'astronomie, 'agriculture, la biologie molé-
culaire, I'imagerie biomédicale, la minéralogie, la géologie, la physique, le
patrimoine culturel, I'agroalimentaire, I’environnement et la surveillance.
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Multispectral Hyperspectral
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FIGURE 1.8 — Comparaison d'une série d'images en imagerie multispectrale, dans laquelle
des images sont prises dans plusieurs spectres différents, et en imagerie hyperspectrale, dans
laquelle des images sont prises dans de nombreux spectres différents [Bodersen, 2021].

1.8.2 Résolution

En télédétection, le terme résolution est utilisé pour représenter le pou-
voir de résolution, qui comprend non seulement la capacité d’identifier la
présence de deux objets, mais aussi leurs propriétés. En termes qualitatifs,
la résolution est la quantité de détails qui peuvent étre observés dans une
image [Lillesand et Kiefer, 1994].

Quatre types de résolutions sont définis pour les systemes de télédétec-
tion : la résolution spatiale, spectrale, radiométrique et temporelle.

Résolution spatiale

La résolution spatiale mesure la plus petite séparation angulaire entre
deux objets. Dans le cas des images satellitaires, elle est représentée en pixels
et la résolution spatiale d"une image donnée est notée comme le nombre de
metres que représente ce pixel. Par exemple, le satellite multispectral SPOT 4
a une résolution spatiale de 2om. Cela signifie que chaque pixel carré indivi-
duel représente une zone spatiale de 400 metres carrés. Dans le domaine ci-
vil, on distingue généralement, la basse résolution (BR) (100om), la moyenne
résolution (MR) (8om), la haute résolution (HR) (10 a 3om) et la tres haute
résolution (THR) (inférieure a 5m) (Figure 1.9).
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FIGURE 1.9 — Image satellitaire Quickbird de résolution 2,44 m d'une région au Canada.

Résolution spectrale

La résolution spetrale désigne la capacité d'un capteur satellitaire a me-
surer des longueurs d’onde spécifiques du spectre électromagnétique.

— Plus la résolution spectrale est fine, plus la gamme de longueurs
d’onde pour un canal ou une bande particuliere est étroite.

— Plus la résolution spectrale est élevée, plus il est possible d’exploiter
les différences entre les signatures spectrales.

Résolution radiométrique

La résolution radiométrique représente la sensibilité du capteur a la ma-
gnitude de l'énergie électromagnétique. Plus la résolution radiométrique
d’un capteur est fine, plus il est sensible a la détection de petites différences
dans 1l’énergie réfléchie ou émise ou, en d’autres termes, le systeme peut
mesurer un plus grand nombre de niveaux de gris.

Résolution temporelle

La résolution temporelle est le temps pris par le capteur a bord du satellite
pour capturer des images successives du méme endroit sur la surface de la
Terre. En d’autres termes, la résolution temporelle est le temps de revisite
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ou le cycle de répétition du satellite sur la méme région ou le méme endroit
a la surface de la Terre (par exemple, la résolution temporelle de la série
IRS (Inde) est de 24 jours, celle de la série SPOT (France) de 26 jours, celle
d’'IKONOS (USA) de 2,9 jours, etc.).

On trouve aussi la constellation de satellite a savoir un ensemble de sa-
tellites remplissant des fonctions identiques, répartis de fagon a assurer, en
permanence une couverture quasi-complete de la planete, par exemple les
deux satellites jumeaux, Sentinel-2A et Sentinel-2B (ESA).

ANALYSE ET INTERPRETATION DES IMAGES

L’interprétation d’images est une technique puissante qui nous permet
d’identifier et de distinguer diverses caractéristiques dans les images de
télédétection et d’acquérir des connaissances et des informations a leur sujet.
L’analyse d'une image de télédétection implique souvent 1'identification de
diverses caractéristiques telles que la couverture forestiere, les plans d’eau,
I'habitat urbain, et I’agriculture, etc. Ces caractéristiques sont identifiées par
la facon dont elles refletent ou émettent des rayonnements électromagné-
tiques et aussi par leur association et leur emplacement. Ces rayonnements
électromagnétiques sont mesurées par des capteurs satellites et sont finale-
ment représentées sous forme d’image satellite [Sabins, 1978].

Parmi les différents techniques d’interprétation on a :

Reconnaissance : c’est une tentative de distinguer un objet par ses carac-
téristiques ou ses motifs sur 'image.

Analyse : c’est un processus de résolution ou de séparation d'un en-
semble d’objets ou d’éléments ayant des caractéristiques similaires.

Classification : est définie comme le processus de catégorisation de tous
les pixels d'une image pour obtenir un ensemble d’étiquettes ou de themes
d’occupation du sol.

Eléments d’interprétation

L'interprétation des images satellites implique 1’étude de divers carac-
teres de base d'un objet en référence aux bandes spectrales, ce qui est utile
dans l'analyse visuelle. Les éléments de base sont la forme, la taille, le pa-
tron, le ton, la texture, les ombres et 1’association [Lillesand et Kiefer, 1994].
L’identification des cibles en télédétection basée sur les 7 caractéristiques
visuelles nous permet de mieux interpréter et analyser.

— La forme réfere a l'allure générale, la structure ou le contour des
objets. Les formes aux bordures rectilignes se retrouvent générale-
ment dans les régions urbaines ou dans des champs agricoles, alors
que les structures naturelles, telles que les bordures des foréts, sont
généralement plus irrégulieres.
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— La taille dépend de l'échelle et de la résolution de l'image. Il est
important d’évaluer la taille d"une cible par rapport aux autres objets
dans une scene (taille relative), ainsi que la taille absolue, afin d’aider
l'interprétation de cette cible.

— Le patron référe a 1'agencement spatial des objets visiblement dis-
cernables. Une répétition ordonnée de tons similaires et de textures
produit un patron distinctif et facilement reconnaissable. Les vergers
avec leurs arbres régulierement disposés, ou les rues régulierement
bordées de maisons sont de bons exemples de patrons.

— Le ton réfere a la clarté relative ou la couleur (teinte) des objets dans
une image. Généralement, la nuance de ton est I'élément fondamental
pour différencier les cibles et les structures. Les variations de ton
permettent aussi la différenciation des formes, textures et patrons des
objets.

— La texture référe a l'arrangement et a la fréquence des variations
de teintes dans des régions particulieres d’une image. Des textures
rugueuses consisteraient en des tons en rayures ot les niveaux de gris
changent brusquement dans une petite région, alors que les textures
lisses auraient peu ou pas de variations de tons. Les textures lisses
sont souvent le résultat de surfaces uniformes telles que des champs,
du pavement ou des terrains gazonnés. Une cible avec une surface
rugueuse et une structure irréguliére, telle qu'une forét, résulte en
une texture d’apparence rugueuse.

— L’ombre indique le contour d"un objet et sa longueur, ce qui est utile
pour mesurer la hauteur d’un objet. En imagerie radar, les ombres
sont particulierement utiles pour rehausser ou identifier la topogra-
phie et les formes géologiques.

— L’association tient compte de la relation entre la cible d’intérét et
d’autres objets voisins. L'identification d’éléments qu’on s’attend nor-
malement a retrouver a proximité d’autres structures peut donner de
I'information facilitant I'identification.
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1.10 DOMAINES D’APPLICATION DE LA TELEDETECTION

Les applications de la télédétection se sont multipliées, dans de nom-
breux domaines tels que :

— La météorologie (Evolution spatio-temporelle de la couverture nua-
geuse, mesures de température, de vapeur d’eau et de précipita-
tions...).

— L’agriculture (Prévisions de récoltes, évaluation des dommages causés
par la sécheresse et les inondations,...).

— La foresterie (Densité des foréts, estimation de la biomasse, défores-
tation, suivi et évaluation des feux,...).

— L'urbanisme (Estimation de la population, planification des ports, aé-
roports, routes...).

— La géologie (Exploration miniere, exploration pétroliere, cartographie
et surveillance des taux de sédimentation, cartographie et surveillance
des phénomenes naturels...).

— I’hydrologie (Cartographie et surveillance des marécages, évaluation
de I'humidité du sol, cartographie et la modélisation des bassins hy-
drologiques, ...).

— La topographie (Modéles numériques d’élévation de terrain).

— La glaciologie (Surveillance des glaciers, des icebergs).

— La défence.

— L’archéologie.

— La géodésie.

— L'océanographie.

les figures 1.10 et 1.11 montrent des exemples des différents applications
spatiales du satellite algérien Alsat 2A.

24



Chapitre 1. Télédétection

Utilisation de imagerie Alsat-2A dans la gestion
ot la prévention des feux de foréts

!

& = o
La limite entre la forétincendiée [teinte grise) et celle non mcendige (teinte rouge),
représentde par une tranchae pare-feu

Image Alsat-2A repré ler da Djabal
Amara { Tlemcen)

Région d'El Tarf vue par Alsat-ZA

Inondations du 23 fevrier 2012
. - 2

P—

FIGURE 1.10 — Applications spatiales du satellite Alsat-2A (a) [www.asal.dz].
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Contribution de limagerie Alsat-2A dans Petude de la pellution marine
causée par Qued Soummam, Ville de Béjaia.

Contribution des technologies spatiales
4 I"évaluation des ressources agricolas
Delimitation des perimetres irrigues

Parcelles agricoles de la zone du Moyen Cheliff vues par Imagerie Alsat-24

Extraction du réseau hydrographigue
a partir d'images satellitaires Alsat-2A

FIGURE 1.11 — Applications spatiales du satellite Alsat-2A (b) [www.asal.dz].
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DIFFERENTS SYSTEMES DE TELEDETECTION

Actuellement, un certain nombre de grands systemes de satellites de res-

sources terrestres tournent autour du monde.

Le tableau 1.4 résume les caractéristiques des plates-formes, des orbites

et des capteurs des principaux systemes de satellites dans le monde.

Satellite Aster Ikonos Spot Landsat | Alsat2A | Radarsat
Pays USA USA France USA Algérie Canada
T hélio- hélio- hélio- hélio- hélio- hélio-
ype synchrone | synchrone | synchrone | synchrone | synchrone | synchrone
. 920 km *
Altitude 705 km | synchrone | 832 km 705 km ** 672 km 798 km
Inclinaison
(degré) 98,3 98,1 98,7 98 98,6
Période
(min) 98,88 101,4 100 100
Cycle 18 %
de répétition 16 14 26 o 3 24
. 16
(jours)
Rés. spatiale 5 1 PAN 10 PAN 15 PAN 2,5 PAN
(metre) 30 4 MS 20 MS 30 TM 10 MS 8 - 100
90 8o MSS

TABLE 1.4 — Caractéristiques de certains satellites.

* Landsat 1, 2, 3.
** Landsat 4, 5.

Programme ALSAT

Le programme Alsat est une famille de satellites artificiels algériens gérés
par I’Agence Spatiale ALgérienne (ASAL). L'exploitation des données images
issues des satellites algériens permet le renforcement de capacité de prise de
vue, répond aux besoins et aux préoccupations des différents secteurs utili-
sateurs, notamment la révision cartographique, le cadastre, I'environnement
et 'aménagement du territoire, les ressources naturelles, 1'urbanisme et les
infrastructures de base [www.asal.dz].

Alsat 1

C’est le premier satellite artificiel algérien. Alsat-1 est un micro-satellite de
cartographie lancé le 28 novembre 2002. Il a pour objectif principal la gestion
des ressources naturelles du territoire algérien. Son orbite est héliosynchrone
et il a été placé a une altitude approximative de 7oo kilomeétres sur inclinaison
de 98°. Le systeme d’imagerie couvre le vert, le rouge et le proche infrarouge,
pour une résolution de 32 meétres (Figure 1.12).
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FIGURE 1.12 — Image Alsat1 (32m) de la région d’'Oran.

Alsat-2A

Alsat-2A est le deuxiéme satellite d’observation de la Terre du pro-
gramme spatial national mis en orbite apres Alsat-1, lancé le 12 juillet 2010.
C’est un satellite d’observation de la Terre a haute résolution, avec une ré-
solution spatiale de 2.5 m en mode panchromatique, et de 10 m en mode
multispectral couvert par les 04 bandes spectrales suivantes : le bleu, le vert,
le rouge et le proche infrarouge, avec une répétitivité de o3 jours et un champ
d’observation de 17,5 Km.

Alsat-2B

Alsat-2B, troisieme satellite d’observation de la Terre a été mis en orbite
le 26 septembre 2016, son orbite opérationnelle a une altitude de 670 Km
avec un déphasage de 186 degré par rapport a son jumeau Alsat-2A. Les
deux satellites forment une mini-constellation, ce qui permet d’augmenter la
fréquence de prise de vues .

L’exploitation des données images issues des deux satellites Alsat-2A et
Alsat-2B permet le renforcement de capacité de prise de vue, répond aux
besoins et aux préoccupations des différents secteurs utilisateurs, notamment
la révision cartographique, le cadastre, I'environnement et 1’aménagement
du territoire et les ressources naturelles.
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Alsat-1B

Alsat-1B, le quatrieme satellite d’observation de la Terre, il assure la conti-
nuité de la couverture nationale antérieurement assurée par le satellite Alsat-
1 ayant fournit depuis 2002 des images a moyenne résolution.

CONCLUSION

Dans ce chapitre, nous avons abordé les définitions et les concepts de
base ainsi que les notions liées a la télédétection. Les données de télédétec-
tion contiennent une grande quantité d’informations. Il existe de nombreuses
méthodes et algorithmes disponibles pour le traitement des images satellites
tels que le rehaussement, 1'extraction de caractéristiques, la segmentation, la
fusion, la détection de changements, la compression, la classification et la
détection de caractéristiques.

Parmis toutes ces méthodes, on s’intéresse, dans ce qui suit, a la classifi-
cation qui sera utilisée le long de ce travail.
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LA classification est une étape essentielle du processus de vision. Elle a pour
objectif de partitionner 1'image en zones stationnaires qu’on espére les
plus proches de la réalité. Dans ce chapitre, nous présenterons briévement les
méthodes de classification supervisées. Puis, nous exposerons par la suite les
méthodes non supervisées, ainsi que les algorithmes de clustering appliqués
a notre étude. Les critéres d’évaluation de la classification seront présentés
dans la derniére partie de ce chapitre.
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Chapitre 2. Classification des images satellitaires

2.1 INTRODUCTION

L’apprentissage automatique en télédétection comprend plusieurs mé-
thodes différentes tels que la classification, le clustering, la régression, l'ex-
traction de caractéristiques, la réduction de la dimensionnalité et 1’estimation
de la densité.

Ces aspects sont souvent interdépendants, par exemple, avant d’effectuer
une classification, on peut extraire des caractéristiques de texture supplé-
mentaires et réduire la dimensionnalité de I’ensemble de données a I'aide de
techniques de sélection de caractéristiques (Figure 2.1). Les applications les
plus courantes en télédétection sont sans doute la réduction des caractéris-
tiques, le clustering et la classification.

Données d'entrées Prétraitement Réduction des . Aoplicati
des données caractéristiques/ Analyse d'image pplication
Sélection
Extraction des Classification Clustering Régression
caractéristiques

FIGURE 2.1 — Apercu d’une application informatique en télédétection [Camps-Valls et
Bruzzone, 2009].

La classification d’images fait partie des méthodes couramment utilisées
pour exploiter des images satellitaires d’observation de la terre [Mather,
2009]. Elle consiste a affecter a chaque entité de la scene traitée une étiquette
indiquant son appartenance a une classe particuliere. L'entité utilisée carac-
térise généralement le pixel ou une région de pixels tandis que I'étiquette
constitue un théme choisi par l'utilisateur, par exemple la végétation, pour
quantifier 1’occupation des sols.

Le présent chapitre est donc consacré a I'exposé des méthodes de classi-
fication.

Les méthodes ne prenant en compte qu'un seul attribut (le niveau de gris)
sont qualifiées de méthodes monodimensionnelles. Ces méthodes se basent
sur la détection des seuils a partir de I'histogramme multimodal. Chaque
seuil représente ainsi une classe. L’affectation d"un pixel a une classe se fait
par comparaison de la valeur de pixel par rapport aux différents seuils.

Les méthodes exploitant plusieurs attributs sont qualifiées de multidi-
mensionnelles. Elles utilisent des algorithmes d’analyse de données.

Le type d’'une méthode de classification multidimensionnelle se décline
généralement en trois familles : le mode supervisé, le mode non supervisé et
le mode semi-supervisé.

Si l'on dispose d'un ensemble de points étiquetés, on parlera de classi-
tication supervisée. Dans le cas contraire, on effectue une classification non
supervisée (Clustering en anglais).
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Par contre, I'apprentissage semi-supervisé est une approche de l'appren-
tissage automatique qui combine une petite quantité de données étiquetées
avec une grande quantité de données non étiquetées pendant la formation.
L’apprentissage semi-supervisé se situe entre 1’apprentissage non supervisé
(sans données de formation étiquetées) et l'apprentissage supervisé (avec
uniquement des données de formation étiquetées).

Dans cette partie, nous exposons les différentes méthodes de classification
et nous mettons 1’accent sur la classifciation non supervisée.

METHODES MONODIMENSIONNELLES OU SEUILLAGE

L’attribut analysé est le niveau de gris. Une analyse de 1'histogramme de
I'image permet de dégager automatiquement des groupes et donc des seuils
les séparant [Cocquerez et Philipp, 1995][Duchesnay, 2001].

Une image, a titre d’exemple, représentant des objets foncés sur un fond
clair présentera un histogramme avec deux modes bien distincts (Figure 2.2).

h(a) A

mode2

model

a
L

|
seuil niveaux de gris

FIGURE 2.2 — Histogramme bimodal illustrant la présence de deux classes d’intensité dans
I'image.

D’une maniere précise, la méthode de classification monodimensionnelle
se réalise en trois étapes :
— Identification des seuils interclasses.
— Affectation des points aux différentes classes.
— Extraction des composantes connexes de chaque classe.

32



2.3

Chapitre 2. Classification des images satellitaires

METHODES MULTIDIMENSIONNELLES

Les approches multidimensionnelles consistent a classifier des individus
en fonction non plus d"un seul attribut (niveau de gris), mais en fonction d'un
ensemble d’attributs. Elles permettent de traiter les images multi-spectrales
dont la simple analyse du niveau de gris se révele insuffisante.

On distingue deux types de méthodes de classification multidimension-
nelles. La premiere, appelée classification supervisée (dirigée), et la seconde
appelée classification non supervisée (non dirigée) (Figure 2.3).

Cultures = Urbain
5
Oui =
v; Surface -%
Eau [s]
[ |

Supervision

Image Satellitaire

Identification
?  desClasses

Classifieur

FIGURE 2.3 — Types de classification.

2.4 CLASSIFICATION SUPERVISEE

La Classification supervisée ou classification avec apprentissage, est 'une
des méthodes les plus utilisées en classification des images de la télédétec-
tion. Cette méthode suppose une connaissance a priori des classes a obtenir,
du fait d’une connaissance préalable du terrain.

Plusieurs algorithmes de classification supervisée ont été développés, par-
tant de ceux basés sur les modéles probabilistes des classes a distinguer
jusqu’a ceux qui partitionnent l'espace des caractéristiques en des régions
spécifiques représentant les classes, en utilisant des critéres géométriques.

Quelque soit I'algorithme utilisé, les étapes pratiques d’une classification
supervisée sont :

Validation
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1. Choisir les classes d’objets (themes) a identifier dans l'image;

2. Sélectionner les données d’apprentissage (échantillons) représenta-
tives des classes désirées, en utilisant des cartes thématiques, des
images classifiées de la méme scene ou a partir d’étude sur le ter-
rain;

3. Utiliser les données d’apprentissage pour estimer les parametres du
classificateur choisi. Ces parametres peuvent étre ceux des modeles
probabilistes adoptés pour les classes, ou ceux des équations qui dé-

finissent les partitions de 1'espace de mesure;

4. Classifier 'image entiere;

confusion.

5. Evaluer l'exactitude de la classification en calculant la matrice de

Les méthodes supervisées peuvent étre divisées en deux groupes :
— Celles utilisant des hypothéses probabilistes (statistiques) ou param-
métriques,
— Celles utilisant des hypotheses géométriques ou non paramétriques.

Méthodes probabilistes (statistiques) ou paramétriques

Pour ces méthodes on pose souvent I'hypothese gaussienne '(moyenne,
écart type, variance, covariance).

Afin d’avoir une idée sur le rassemblement des nuages de points, on effec-
tue un examen des éléments statistiques. Pour cela, nous avons divers types
de traitements pour pouvoir discriminer ces classes.

Parmi les méthodes probabilistes les plus utilisées, sont :

Basée sur une logique booléenne, la méthode du parallélépipéde prend
en considération les statistiques du premier ordre (moyenne et variance)
calculées a partir d’échantillons d’apprentissage. Les seuils sont fixés impli-
citement par le maximum et le minimum des valeurs de réflectance pour
chaque classe et pour chaque bande spectrale. Ainsi les bornes supérieures
et inférieures de chaque classe délimitent des régions a l'intérieur de 1’es-
pace tridimensionnel (Cas d'une image a trois composantes) des données et
forment ainsi des regles de décision. Ces régions prennent la forme d’une
boite avec des cotés paralleles et perpendiculaires donnant la forme d'un
parallélépipede, d’oti le nom de l'algorithme. Si la valeur du pixel est com-
prise entre la borne inférieure et la borne supérieure pour les trois canaux
pour une classe donnée, il est affecté a cette classe, dans le cas contraire il est
affecté a une catégorie non classée. Dans le cas, ou1 un pixel vérifie toutes les
conditions pour plusieurs classes a la fois (cas de chevauchement de certains

1. On peut aussi trouver d’autres méthodes s’appuyant sur une hypothese de distribution
autre que la gaussienne.

34



2.4.2

Chapitre 2. Classification des images satellitaires

parallélépipedes), il est affecté automatiquement a la premiere classe.

Le principe de la méthode de distance minimum consiste a chercher
la classe la plus proche pour chaque pixel, ou groupe de pixels si l'on tra-
vaille dans une fenétre d’analyse centrée sur le pixel courant. La notion de
proximité est liée a la distance considérée. Ces méthodes sont trés simples et
souvent utilisées, mais la limite majeure de cette approche est son manque
de souplesse par rapport aux différents degrés de variance dans la réponse
spectrale des données. Cependant, c’est le meilleur choix si les sites d’entrai-
nement ont une faible superficie ou s’ils sont peu strs.

Basée sur la théorie de Bayes, la méthode de classification par le Maxi-
mum de Vraisemblance (Maximum Likelihood en anglais) est parmi les
méthodes les plus utilisées en classification d’images satellitaires [Richards,
1993]. Dans cette méthode, il est question du calcul d'une fonction de pro-
babilité multidimensionnelle, qui permet de déterminer la probabilité de
chaque pixel d’appartenir a une classe donnée.

Le pixel est attribué a la catégorie pour laquelle cette probabilité est la
plus grande.

La classification est effectuée a partir des matrices de covariances calcu-
lées pour chaque classe d’apprentissage entre les canaux utilisés.

En utilisant la formule de Bayes, on peut déduire la probabilité qu'un
nouvel objet appartienne a une classe C, par I'intermédiaire des probabilités
a postériori P(Cy I x) :

P(x|Cy)P(Cy)

P(Cklx) = P(X)

(2.1)

Malgré sa popularité, la classification par Maximum de Vraisemblance
délivre quelques erreurs dans le cas ot les échantillons d’apprentissage ne
sont pas suffisants pour représenter les classes finales, la distribution des
observations ne suit pas une loi de distribution gaussienne et enfin lorsque
les différentes classes sont peu séparables.

Méthodes géométriques ou non paramétriques

Ces méthodes sont souvent sollicitées pour le faible cotit en terme de
temps de calcul. Ils ne tiennent pas compte de l'existence de la loi de pro-
babilité suivie par les pixels de 1'image. Parmi les méthodes géométriques
les plus utilisées, la méthode des k-plus proches voisins (k-ppv) ou encore
k-NN (k Nearest Neighbours en anglais) est l'une des premieres méthodes
non-paramétriques de classification développées [Cover et Hart, 1967]. C’est
un moyen simple d’estimation non paramétrique de densité. Pour estimer la
densité r; de la classe C; au point x, on recherche les K (K fixé a 1'avance)
plus proches voisins de x dans un ensemble de référence (I’ensemble d’ap-
prentissage dont 1’affectation des individus est connu a priori).
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L’estimation de la densité est donnée par :

(2.2)

N

ou
Ki(x) est le nombre de points de C; appartenant aux kppv de x,

n; est le cardinal de la classe C;,

V(x) est le volume de la plus petite boule contenant les kppv de x.

Cette méthode se simplifie en méthode de discrimination par voisinage
en affectant a x la classe majoritaire parmi les kppv. Le résultat de la discri-
mination dépend de la valeur de K. C’est pourquoi il est intéressant de faire
varier K afin d’obtenir les meilleurs résultats possibles.

Les principaux inconvénients de cette méthode sont le cotit de stockage
(les éléments de I'ensemble d’apprentissage doivent étre stockés) ainsi que le
cotit élevé de la recherche des k-ppv [Cocquerez et Philipp, 1995].

CLASSIFICATION NON SUPERVISEE

Lorsqu’on ne dispose pas de données relatives a la réalité terrain, on parle
de classification non supervisée. Dans ce cas, I'utilisateur n’intervient qu’une
fois la classification effectuée, pour interpréter le résultat sans connaissance
a priori.

Le principe de la méthode consiste a répartir les éléments de l'image
en fonction de leur degré de ressemblance, dans les classes choisies (appelé
cluster) suivant un critere statistique.

Parmi les algorithmes de classification non supervisée les plus popu-
laires en traitement d’images satellitaires, nous trouvons 1'algorithme des
k-moyennes, connu en anglais sous le nom de k-means ainsi que 1’algorithme
ISODATA.

La notation suivante sera adoptée dans cette section :

X : L'ensemble de données d’entrée avec la moyenne X.
N : Le nombre d’objets dans 'ensemble de données.

n; : Le nombre d’objets dans le cluster i.

K': Le nombre de clusters.

¢; : Le centre du cluster i.

Cpi: La pie" composante du vecteur c;.
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Différents types de clustering

Le processus de clustering peut étre formalisé de trois facons diférentes :
le clustering dur, le clustering flou et le clustering doux. Le tableau 2.1 pré-
sente un exemple des degrés d’appartenance des objets aux clusters pour un
résultat dur, doux et flou .

Le clustering dur (hard-clustering) est le plus utilisé. Il consiste a étique-
ter un objet dans une et une seule classe.

Le clustering flou (fuzzy-clustering) spécifie le degré d’appartenance
d’un élément & un certain groupe .

Le clustering doux (soft-clustering) appelé aussi le clustering par recou-
vrement. Il propose une affectation dure de chaque objet a une ou plusieurs
classes. Il existe trés peu d’approches de clustering doux.

Résultat dur. Résultat doux. Résultat flou.
C1|C2|C3 C1|C2|C3 C1|C2|C3
Xx1| 1| 0] o0 X1 | 1 1| 0 X1|0.9|01]| 0
x2| o | 1 o x2| o | 1 1 x2| o |08 ]o0.2
x3] o | o 1 x3| 0 | 1 1 x3| o |03 |07
x4 o | o 1 X4 o | o |1 X4 o | o |10

TABLE 2.1 — Exemple des degrés d’appartenance des objets aux clusters pour un résultat
dur, doux et flou.

Algorithmes de clustering basés sur la distance

La grande majorité des algorithmes de clustering sont basés sur la notion
de distance entre les données comme critére de similarité (ou de dissimila-
rité). Dans ce contexte, les algorithmes de clustering tentent souvent d’opti-
miser une fonction objective qui favorise des clusters a la fois compacts et
bien séparés. Pour ces algorithmes, le choix de la fonction de distance est
essentiel.

Il existe diverses distances, les plus courantes étant la distance eucli-
dienne, la distance de Manhattan (city block en anglais) et la distance de
Mahalanobis. Les deux premiere sont deux cas particuliers de la distance de
Minkowski avec (r = 2, r= 1) respectivement, et qui est donnée par :

1
r

d(x1,x2) Z|x12—x21]) avec r>1 (2-3)

La distance de Mahalanobis tient compte de la distribution statistique des
données dans l'espace, c’est ce qui la différencie des autres distances. Elle est
définie comme suit :

d(x1,xp) = \/(xl —x2) Y (1 — x2) (2.4)

Avec Y 71 : inverse de la matrice de covariance de x; et x5.
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Algorithme de type "Nuées Dynamiques" ISODATA

ISODATA [Ball et Hall, 1965] est acronyme pour Iterative Self-Organizing
Data Analysis Technics A (le A étant ajouté pour rendre le mot pronongable).
La méthode des nuées dynamiques consiste a calculer la partition opti-
male de l’ensemble des individus en sous-ensembles, chaque sous-ensemble
(classe) étant représenté par un "noyau".

Basé sur l'algorithme des k-moyennes, I’algorithme ISODATA permet une
évolution du nombre de classes durant I’exécution. En effet, il autorise, au
cours des itérations, la fusion entre deux classes proches, la séparation entre
deux classes si leur dispersion (évaluée par 1’écart-type) dépasse un certain
seuil et enfin la suppression des classes dont la fréquence de nombre de
pixels est petite.

Algorithme de k-means

Proposé par [MacQueen, 1967], I'algorithme k-moyennes, appelé algo-
rithme des centres mobiles, est un des plus simples algorithmes de classifi-
cation automatique d’objets et le plus fréquemment utilisés en télédétection
du fait qu'il est tres facile a mettre en oeuvre [Zheng et al., 2008][Koonsanit
et al., 2012][Usman, 2013][Kumar et al., 2016].

L’algorithme k-means ne nécessite que deux parametres, qui sont suppo-
sés étre fixes, le nombre de clusters k, et le nombre d’itérations. L'algorithme
k-means est une procédure itérative. La premiére étape consiste a initialiser
aléatoirement les centres des clusters. La deuxiéme étape consiste a affec-
ter chaque pixel de 1'image au cluster le plus proche. La troisiéme étape
consiste a mettre a jour les centres des clusters en calculant la moyenne des
vecteurs caractéristiques des pixels appartenant a ce cluster. Les deuxieme
et troisieme étapes sont répétées jusqu’a ce que le nombre d’itérations soit
atteint ou que la fonction d’erreur ne change pas de maniére significative.
Cet algorithme vise a minimiser la fonction objective suivante (équation(2.5)).

i=Y Y Y g2 (2.5)

j=1i=1

Ou | |x§] ) _ ¢j||* est une mesure de distance choisie entre un point de données
xl(] ) et le centre de cluster Gj; qui est un indicateur de la distance des n points
de données de leurs centres de cluster respectifs.

L’algorithme k-means est donné par :
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Entrées :
K le nombre de clusters désiré, d une mesure de dissimilarité
sur I’ensemble des objets a traiter X.

Sortie :
Une partition C = {Cy, Cy, ..., Cy }.

Etape o :

1- Initialisation par tirage aléatoire dans X, de k centres
x] X5
1’0, ooy k,O'

2- Constitution d’une partition initiale Cy = {Cy,Cy, ..., Cr}
par allocation de chaque objet x; € X au centre le plus proche :

C = {xi € X/d(x;, xjy) = hﬂi”kd(xi' xZ,O)}

VA

3- Calcul des centres des k classes obtenues x7 ;, ..., x; ;.

Etape t:
4- Constitution d’une nouvelle partition C; = {Cy,Cy, ..., C¢ }
par allocation de chaque objet x; € X au centre le plus proche :

C = {xi € X/d(x;, xf,t) = hmlinkd(xi, xZ,t)}
5- Calcul des centres des k classes obtenues x7 , T Xp Iy
6- Répéter les étapes 4 et 5 tant que des changements s’operent

d'un schéma C; a un schéma C;;; ou jusqu’a un nombre T
d’itérations.

7- Retourner la partition finale Cyjqp,.

Plusieurs variantes de 1’algorithme existent dans la littérature, c’est le cas
par exemple de FCM (Fuzzy C-Means)[Bezdek et al., 1984], des k-médoides
[Kaufman et Rousseeuw, 1987], de BKM (Bisecting k-Means) [Steinbach
et al., 2000] et de KHM (K-Harmonic Means) [Zhang, 2000].

2.5.5 Algorithme de Fuzzy C-Means

Parmi les algorithmes de classification floue on peut citer le « C-moyennes
floues», nommé plus couramment « Fuzzy C-means (FCM) ». FCM est une
extension directe de l'algorithme classique des k-moyennes (k-means); ou
I'on a introduit les ensembles flous dans la définition des classes. Cet algo-
rithme a été introduit par FEC. Dunn [Dunn, 1973]. Il fut généralisé par J.C.
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Bezdek [Bezdek et al., 1984]. L'objectif est de construire une partition floue
de I'image traitée. En d’autres termes, chaque pixel peut appartenir simul-
tanément a deux ou plusieurs clusters et aura une "valeur d’appartenance”
pour chaque cluster. Pour cela, il est basé sur la minimisation de la fonction
objective suivante (équation(2.6)) :

N C
Jm = ZZU}?Hxi—c]’HZ (2.6)
i=1j=1
ou
L’exposant m module flou dans la partition (1 < m < o).
Uij; est le degré d’appartenance de xi au cluster j.
x; est la i donnée mesurée de d - dimension.
cj est ¢;j est le centre a d- dimensions du cluster.
| 1*1] estla distance entre le pixel k et le centre.

L’algorithme est donné par :

1- Initialiser la matrice U= [u;;], uv.
2- A I’étape k : calculer les vecteurs centres clk = [¢;] avec u),

o i U X
I OyN
i=1“ij
3- Mise a jour de U®) , ut+1),
1
| Xi=Gj|

Zk 1(|||X CkH)

4- Si HLIkJr1 — UkH < € alors STOP; sinon retour a I’étape 2.

2.5.6 Algorithme K-Harmonic means

L’algorithme de clustering K-Harmonic means (KHM) est une version
améliorée du K-Means qui a été proposé par Zhang en 1999 et 2000 [Zhang,
2000] et modifié par Hammerly et Elkan en 2002 [Hamerly et Elkan, 2002]. La
méthode KHM est moins sensible a la procédure d’initialisation que la mé-
thode K-means. L'insensibilité a 1'initialisation est attribuée a une fonction de
pondération dynamique, qui augmente I'importance des points de données
qui sont éloignés de tout centre dans l'itération suivante [Zhang, 2000].

Les étapes de 1'algorithme KHM sont données par :
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Etape 1 : Choisir K centres initiaux ¢j (j = 1...K) parmi N points
de données et lancer KHM* = o.

Etape 2 : Calculer la valeur de la fonction de performance KHM
(X) définie comme suit :

N k
KHM(X) =) (= —)
i=1 &ﬂm

Ou : X; désigne un objet dans I'ensemble de données d’entrée,
q est un parametre et laissez g > 2.

Etape 3 : Calculer T (i= 1..N, j= 1...K) les éléments selon I'équa-
tion suivante :

I%i—cif| "
Y |[(Xi - )|~

ij =

Etape 4 : Obtenir le poids L; de chaque point de données donné

par:
L xi-Gl "

(T 16— 2

Etape 5 : Mettez a jour chaque centre de cluster comme suit

i =

XN TLX
N, T;;Li

Etape 6 : Si |[KHM* — KHM| > ¢, alors KHM* = KHM et
retournez a 1’étape 2; sinon passez a 1’étape 7.

Etape 7 : Affecter chaque point de données X; au cluster le plus
proche C; comme suit :

| — arg max T;;
J & j=1.k
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2.5.7 Algorithme Bisecting K-means

Introduit par Steinbach en 2000 [Steinbach et al., 2000], I'algorithme BKM
est une version améliorée de l'algorithme K-means classique qui offre un
gain en termes de temps de calcul tout en préservant une bonne précision
des résultats. L'idée du BKM est de diviser successivement par deux un
ensemble de données jusqu’a ce que le nombre souhaité de clusters soit
atteint. A chaque itération un groupe est sélectionné pour étre divisé a son
tour. Plusieurs maniéres dédiées au choix de ce dernier ont été utilisées. Par
exemple, en choisissant le plus grand cluster en termes de cardinalité ou le
cluster ayant la plus petite SSE (Somme des erreurs au carré).

i

SSE=Y Y [x—¢? (27)
j=1x€C;
1
! m; xEZ(;fj

L’équation (2.7) sert de fonction objective de la procédure de clustering, ot1 i
désigne le nombre actuel de clusters, et x est un membre du j* cluster C;
(j =1, 2, ..., 1). Pour I'équation (2.8), ¢; est le centroide de C; qui contient m;
membres. Un SSE plus petit est corrélé avec un meilleur résultat de cluste-
ring. Par conséquent, 1’objectif est de déterminer une méthode de clustering
qui minimise I’SSE.

Le pseudo-code ci-dessous décrit la procédure de BKM.

Entrée : Un ensemble de données, un nombre de cluster K.

Initialiser une Table de Cluster (TC) contenant toutes les don-
nées d'un cluster;

Pour chaque cluster faire
Initialiser SSE;

Pour chaque cluster existant C;, faire
Diviser C; en 2 clusters par K-means;
Calculer SSE(j) pour les (i + 1) clusters actuels;
Fin
Choisir le cluster C,, avec un SSE minimum ;
Diviser Cy;; en 2 clusters par K-means et ajouter ces nouveaux
clusters dans TC;
Fin

Sortie :
Données avec K clusters.
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2.6 METHODES NEURONALES

Les réseaux de neurones sont a l'origine d’une tentative de modélisa-
tion mathématique du cerveau humain. Le principe général consiste a défi-
nir des unités simples appelées neurones. Chacune étant capable de réaliser
quelques calculs élémentaires sur des données numériques. On relie ensuite
un nombre important de ces unités formant ainsi un outil de calcul puissant.
Plusieurs modeles ont été proposés et tentent de résoudre des probléemes
insolubles avec des méthodes informatiques traditionnelles, ou au moins
de rendre le colit de cette résolution acceptable selon certains criteres. En
télédétection spatiale, 'approche par réseaux de neurones integre, en plus
de données satellitaires, des données issues de sources différentes (altitude,
pente, ..etc.) sans se soucier de leur nature ou de leur distribution. Les ré-
cents progres en apprentissage automatique ont montré les tres grandes per-
formances des réseaux de neurones convolutifs pour de nombreuses appli-
cations, y compris la classification d’images aériennes et satellites [Yu et al.,
2020][Thirupathi et Nagasudha, 2020][Karthik et Sangeetha, 2021].

2.6.1 Algorithme Self-Organizing Map

La carte auto-organisatrice (SOM) (Self-Organizing Map en anglais) in-
troduite par Teuvo Kohonen en 1995 [Kohonen, 1995] est un réseau neuronal
non supervisé. L'algorithme SOM est basé sur I'apprentissage compétitif. Le
SOM offre une technique de visualisation des données qui aide & comprendre
les données a haute dimension en réduisant la dimension des données en
unités de carte. Le regroupement est effectué en mettant en concurrence plu-
sieurs unités cartographiques ou neurones pour 1'objet en cours. Le réseau de
neurones artificiels est formé en fournissant des informations sur les entrées
une fois que les données ont été saisies dans le systeme. L'unité gagnante ou
active devient le vecteur de poids de 1'unité la plus proche de I'objet actuel.
Pour conserver les relations de voisinage dans I’ensemble des données d’en-
trée, les valeurs des variables d’entrée sont progressivement ajustées au cours
de la phase d’apprentissage. Le SOM est également capable de généraliser.
La capacité de généralisation garantit que le réseau peut comprendre ou clas-
ser des entrées qu’il n’a jamais rencontrées auparavant. Donc le processus de
cartographie auto-organisatrice de Kohonen (Figure 2.4 ) est le suivant :

1. Initialisation.
2. Compétition.
3. Coopération.
4

. Adaptation.
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Espace d'entrée continu de haute dimension

Carte de caractéristiques (fonction I)

space de sortie discret de faible dimension

FIGURE 2.4 — Topologie de I'algorithme SOM.

Le SOM est constitué de m neurones situés sur une carte réguliere de
faible dimension, généralement une carte bidimensionnelle. Ces neurones
sont connectés a leurs voisins selon des connexions topologiques. Chaque
neurone i possede un vecteur de poids a d dimensions w = (w;1, Wy, ..., Wi4),
olli=1, 2, .., m, qui a la méme dimension que l'espace d’entrée.

Les étapes de l'algorithme SOM sont données par :
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(a) Initialiser les vecteurs de poids w; des m x n neurones.

(b) Sélectionner aléatoirement un vecteur d’entrée x(t) et le
transmettre a tous les neurones en méme temps et en parallele.

(c) Trouvez le neurone gagnant ¢, le neurone gagnant est appelé
I"'unité de meilleure correspondance BMU (Best Matching Unit),
en utilisant I'équation suivante :

c= arg(lgé%n {l[wi(t) — x(t)[|})

||.|| est la mesure de la distance euclidienne.

Ou x(t) et w;(t) sont respectivement le vecteur d’entrée et le
vecteur de poids du neurone i a l'itération t.

(d) Le vecteur de poids des neurones est mis a jour a l'aide de
I"équation suivante :

w;i(t+1) = wi(t) + hei(t) [x(t) — w;(t)]

Ou h.;(t) est une fonction de voisinage gaussienne donnée ci-
dessous :

2
he,i(t) = w(t).exp(_%)

Ou r est la position des coordonnées du neurone sur la carte,
a(t) est le taux d’apprentissage et o(f) est la largeur du rayon
du voisinage.

a(t) et o(t) diminuent tous deux selon les équations suivantes :

(1) = a(0)(g
o(t) = o0)( S

~—

)T

~—

t

Q
~

~—

Ou T est la longueur d’apprentissage.

(e) Pour toutes les données d’entrée, les étapes (b) a (d) sont
répétées.
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PROBLEMES ET LIMITES DU CLUSTERING

Malgré l'existance d’un grand nombre de méthodes de clustering ainsi
que leur utilisation avec succes dans de nombreux domaines, le clustering
pose encore de nombreux problemes. Ces problémes sont liées d"une part a
I'augmentation de la quantité de données détectées a distance et leur hétéro-
généité mais également au faite que chaque algorithme de clustering néces-
site un certain nombre de parametres et le plus important d’entre eux est le
nombre de clusters, que l'utilisateur doit définir a priori. Un choix approprié
de ce dernier peut générer des résultats de clustering pauvres.

Dans la section suivante, nous allons voir les principales mesures de qua-
lité qui permettent d’évaluer un clustering.

CRITERES D'EVALUATION DE LA QUALITE D'UN CLUSTE-
RING

Les trois questions fondamentales qui doivent étre abordées dans tout
scénario typique de clustering sont les suivantes :
(i) quel est le bon clustering d"un ensemble de données en entrée.
(ii) combien de clusters sont réellement présents dans 1'ensemble de don-
nées”?
(iii) et quel indice a appliquer pour avoir un bon clustering ?

L’évaluation de la qualité des résultats du clustering est une tache
difficile qui fait 1’objet de recherches actives depuis des années [Jain et
Dubes, 1988][Halkidi et al., 2001][Pakhira et al., 2004][Tan et al., 2005][Zhao,
2012][Arbelaitz et al., 2013], de nouvelles méthodes étant régulierement pro-
posées. La principale difficulté de 1’évaluation des résultats de clustering ré-
side dans la nature non supervisée inhérente au clustering lui-méme et dans
I'absence de consensus sur ce que devrait étre un "bon clustering". Dans ce
contexte, I'évaluation d’un résultat de clustering est toujours plus ou moins
subjective, chaque critere d’évaluation favorisant un concept d’un bon clus-
tering (forme, séparation compacte, etc.) par rapport aux autres. Par consé-
quent, les notions de bon clustering et de meilleur clustering dépendront a la
fois du critere d’évaluation et de l’algorithme de clustering, certains criteres
d’évaluation favorisant certains algorithmes plutdt que d’autres.

Pourtant, malgré cette subjectivité relative, il existe un large éventail
de criteres d’évaluation couramment utilisés en apprentissage automatique
pour évaluer et comparer les résultats de clustering. Il existe plusieurs taxo-
nomies disponibles dans la littérature pour ces criteres d’évaluation [Halkidi
et al., 2001][Jain et Dubes, 1988][Tan et al., 2005], la plupart d’entre eux se
divisant en 3 groupes distincts :

Les indices non supervisés, également appelés indices internes : ils
utilisent uniquement les informations internes des données ainsi que les
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caractéristiques des clusters.

Les indices supervisés, également appelés indices externes : ils évaluent
le degré de similarité entre une solution de clustering et une partition connue
du jeu de données (parfois appelée vérité terrain).

Les indices relatifs : ils constituent une classe distincte de criteres qui per-
mettent de comparer plusieurs résultats de clustering d'un méme algorithme.
Les indices relatifs utilisent simplement des criteres externes et internes.

Indices de validité interne

Dans le cadre de la classification non supervisée, on définit une bonne
partition comme étant la partition qui permet de réaliser un bon compromis
entre l'inertie inter-clusters et 'inertie intra-clusters [Handl et al., 2005]. La
plupart des indices de validité interne quantifient la qualité d"un partition-
nement particulier en termes de compacité et de séparation entre les clusters :

— L'inertie inter-clusters : aussi appelée séparabilité, elle permet de
quantifier la dispersion des clusters, en d’autres termes, elle mesure
la dissimilarité moyenne entre les clusters, pondérée par leurs fré-
quences. Dans la plupart des problémes de clustering, cette mesure
est a maximiser.

— L'inertie intra-cluster : aussi appelée compacité (cohésion), elle per-
met de mesurer la distance moyenne entre les objets d’'un méme
cluster. Dans ce cas-la, on cherche a minimiser l'inertie de maniere
a obtenir des clusters groupant des objets ayant des valeurs les plus
similaires possibles.

Une catégorie d’indices internes est basée sur ces propriétés, nous pré-
sentons dans la suite les mesures d’évaluation les plus connues.

Erreur Quadratique Moyenne (EQM)

EQM est 'un des moyens les plus simples d’évaluer la qualité d'un ré-
sultat pour les algorithmes de clustering qui utilisent des centroides. Etant
donné une solution de clustering S avec K clusters, elle peut étre calculée
comme indiqué dans 1’équation (2.9) ot d(*) est une fonction de distance, |¢;]|
est le nombre d’éléments liés au cluster c; et yj le centroide d'un cluster cy.

1 K
. — d(x — uk)? (2.9)
£ je i e, 1

Pour qu’un résultat de clustering soit considéré comme bon, I'EQM doit
étre aussi faible que possible.

EQM =
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Indice de Dunn

L'indice de Dunn [Dunn, 1973] est un autre critére interne représenté par
I’équation (2.10) ot D(c;, ¢j) est une métrique de distance entre deux clusters
c; et cj.

A; est une mesure de dispersion pour un cluster c;.

min;;D(c;, c;
Dunn = ] (¢ ])

(2.10)
maxie.. kA

Un indice de Dunn plus élevé indique un meilleur clustering.

Indice de Davies-Bouldin (DB)

Cet indice tient compte a la fois de la compacité et de la séparabilité des
groupes [Davies et Bouldin, 1979], il représenté par 1'équation (2.11) . Une
valeur faible de I'indice DB indique un clustering de bonne qualité.

1 X A+A

DB_EZ

—_— 2.11
-1 ]7&1 D(c;, C]) ( )

Bayesian information Criterion (BIC)

C’est un critere de sélection de modéles parmi un ensemble fini de mo-
deles [Akaike, 1974], une valeur élévée de I'indice BIC indique un clustering
de bonne qualité. Il est basé, en partie, sur la fonction de vraisemblance et il
est formulé comme suit :

1’11—

BIC = %/I:(n'logE _ X log (2m) logZ— — 1MlogN (2.12)
1 N 2

i=1

L=

i

(2.13)

Indice de Silhouette (IS)

L’indice de Silhouette [Rousseeuw et Leroy, 1987] est un autre critere in-
terne qui évalue la compacité des clusters et leur séparation ou non. La prin-
cipale différence entre l'indice de Silhouette et 1'indice de Dunn ou l'indice
de Davies-Bouldin est la suivante : 'indice de Silhouette peut étre calculé
pour un objet donné x, un cluster donné c;, ou pour I’ensemble du clustering
C.

Pour un élément de données, I'indice de silhouette est défini comme indi-
qué dans l'équation (2.14) ol1 a, est la distance moyenne entre 1’objet observé
x et tous les autres objets qui appartiennent au méme cluster que X, et by est
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la distance moyenne entre x et tous les autres objets qui ne sont pas dans le
méme cluster que x.
by — ay

I5(x) = max(ay, by)

(2.14)

L’indice Silhouette prend des valeurs comprises entre -1 et 1. Une valeur
positive (ay < by) signifie que x est plus proche des objets appartenant a
ses clusters que des objets appartenant a d’autres clusters. Par conséquent,
une valeur positive proche de 1 signifie que x est probablement dans le bon
cluster, tandis qu’'une valeur négative signifie que x devrait étre dans un
autre cluster.

Indice WSJI

Cet indice [Sun et al., 2004] utlise une combinaison linéaire de compacité
et de séparation de la compacité et de la séparation floues pour mesurer le
clustering. il est défini par I'équation suivante :

Sep(K
WSJI(K) = Scat(K) + #IE)) (2.15)
ou
1 vK

Scat(K) = X IItfl(!()(H Al (2.16)

DZ K K B
Sep(K) = =32 Y (Y 11Zi = Zi| ) (2.17)

Dmin i=1 k=1

Dyax = max||Z; — Z|| (2.18)
Dyin = min||Z; — Z|| (2.19)

Sep(Kinuayx) fait référence au Sep(K) avec le nombre maximum de clusters.
Une valeur minimale de I'indice WS]JI signifie un bonne qualité de clustering.

Indice WB

L'indice WB est défini comme le rapport entre la mesure de la compacité
du cluster (Sum-of-Squares Within (SSW)) et sa mesure de séparation (Sum-
of-Squares Between (SSB)) [Zhao, 2012][Zhao et Frdnti, 2014]. Il est donné
par 1’équation (2.20) :

N 2
iz [|xi — cpill

T -
Yizami e — X||

Une valeur minimale de 1'indice WB signifie une bonne qualité de cluste-
ring.

On s’intéresse, dans ce qui suit, a cet indice qui sera utilisé le long de ce
travail.

WB =K

(2.20)
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2.8.2 Indices de validité externe

Lorsque les classes des objets réels sont connues, il est possible de com-
parer le résultat d’un clustering avec la partition réelle. Bien que ces criteres
externes ne soient pas des indices de clustering appropriés, c’est le moyen le
plus pratique d’évaluer un nouvel algorithme de clustering en 1’appliquant
a un ensemble de données dont les classes ou les clusters sont connus. Les
indices qui permettent d’évaluer un clustering sur la base de la comparaison
entre une partition de clustering et les classes réelles sont appelés indices su-
pervisés ou critéres externes, car ils s’appuient sur des informations qui ne
proviennent ni des données ni du clustering mais d"une vérité terrain externe
utilisée a des fins de comparaison.

Différents critéres ont été proposés dans la littérature [Davis et Goadrich,
2006][Fawcett, 2006].

Ces critéres consistent a comparer deux partitions C; et C,. La premieére
chose a savoir lors de la comparaison de deux partitions est que dans la plu-
part des cas, il n’est pas possible d’établir un lien direct entre les clusters des
deux partitions, ou dans notre cas entre les clusters et les classes réelles. En
raison de ce probléme, les indices externes ne sont pas directement basés sur
les classes et les clusters des objets. Au lieu de cela, ils comparent des paires
d’objets pour voir s’ils sont mis ensemble ou séparés dans les deux partitions.

Soit
aa le nombre de paires d’objets qui sont dans la méme classe en C; et Cy,
bb le nombre de paires d’objets qui sont dans des classes différentes en C;
et Gy,
ab le nombre de paires d’objets qui sont dans la méme classe en C; mais pas
en C,,
et ba le nombre de paires d’objets qui sont dans des classes différentes en C;
mais dans la méme classe en C,.

Plus aa et bb sont élevés, plus les deux partitions sont similaires. Nous
introduisons maintenant plusieurs critéres basés sur ces nombres de paires.

Précision
La précision évalue la probabilité que deux objets soient dans la méme

classe dans la partition C; sachant qu’ils sont dans la méme classe dans la
partition C;. La précision prend ses valeurs entre o et 1.

aa

Precision = ——
aa + ab

(2.21)
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Rappel

Le rappel est la probabilité pour que deux objets soient dans la méme
classe dans C; s’ils le sont dans C;. Le rappel prend ses valeurs entre o et 1.

aa
aa + ba

Rappel = (2.22)

Indice de Jaccard

L’'indice de Jaccard prend ses valeurs entre o et 1 et est égal a 1 si et
seulement si les deux partitions C; et C, sont identiques.

aa

aa + ab + ba (2.23)

Jaccard =

Indice de Rand

L’indice de Rand prend des valeurs entre o et 1 et est égal a 1 si les deux
partitions C; et C; sont identiques.

aa + bb
Rand = aa + ab + ba + bb (2:24)

F-Mesure

F- mesure, également connu sous le nom de F1 score, est un autre indice
externe basé sur la précision et le rappel. F- mesure prend également ses
valeurs dans [o, 1], 1 étant la meilleure valeur.

2 x Precision x Rappel

F— = .
resure Precision 4+ Rappel (2.25)
Indice Kappa
L'indice Kappa, est défini par :
PO - Pg
K = .
appa = —— D, (2.26)
avec
— bb
Py = aa—&-%iba—&-bb

P, = m(ua + ab) x (aa + ba) + (ab + bb) x (ba + bb)

L'indice Kappa prend ses valeurs entre -1 et 1, 1 signifiant que les parti-
tions C; et C; sont identiques.
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CONCLUSION

Dans ce chapitre, nous avons présenté un apercu sur les différentes ap-
proches utilisées pour la classification supervisées et non supervisées, les
différents criteres d’évaluations du clustering ainsi que les différents algo-
rithmes de clustering appliqué a notre étude.

Cependant, il devient difficile d’obtenir des résultats de classification per-
tinents en utilisant un seul algorithme de regroupement. Pour tenter de ré-
soudre ce probleme nous allons voir dans le chapitre suivant comment plu-
sieurs algorithmes de clustering peuvent étre utilisés de maniére simulta-
née pour produire des meilleurs résultats. Ainsi, nous proposons d’utiliser
le paradigme des classificateurs combinés pour tirer parti des informations
provenant de plusieurs algorithmes de cluterings différents.
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DANS ce chapitre, nous présentons le concept d’ensemble de clustering,

un sujet récent dans le domaine de I'apprentissage automatique. Nous
commengcons par aborder l'origine du concept ensemble clustering, ses moti-
vations, ses objectifs et ses applications. Ensuite, nous présentons 1’architec-
ture de notre approche.
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INTRODUCTION

Au cours des deux dernieres décennies, I'ensemble de clustering a montré
un grand potentiel puisqu’il vise a combiner plusieurs modeles de clustering
pour produire un meilleur résultat que celui des algorithmes de clustering
individuels en termes de qualité.

PROBLEMATIQUE

I existe un grand nombre d’algorithmes de clustering qui peuvent donner
des résultats tres différents avec les mémes données, et choisir entre plusieurs
résultats de clustering est souvent problématique. Ce probleme ne peut étre
résolu qu’en demandant a un expert de choisir la méthode la plus adaptée
et les parametres qui fonctionneront le mieux pour un ensemble de don-
nées spécifiques. Il s’agit d"une tache tres difficile qui peut avoir une grande
influence sur les résultats. Prendre ce type de décision nécessite une connais-
sance approfondie des données a analyser, mais aussi du grand nombre d’al-
gorithmes disponibles. De plus, méme avec un bon expert ayant une bonne
connaissance des données et des algorithmes, il est toujours difficile de faire
les bons choix lorsqu’il s’agit de clustering.

Pour tenter de résoudre ce probleme, la communauté scientifique s’est
intéressée depuis plusieurs années a la combinaison de plusieurs méthodes
de clustering. Son but est de produire un unique clustering a partir d'un
ensemble de plusieurs clusterings.

Le marquis de Condorcet a été 1'un des premiers a formaliser cette notion
[Condorcet, 1785]. Dans son "théoreme du jury de Condorcet", il formule la
probabilité qu'un groupe d’'individus parvienne a une solution exacte. L'hy-
pothese de la version la plus simple du théoreme est qu'un groupe souhaite
prendre une décision par un vote majoritaire. Tous les membres du groupe
peuvent choisir entre différents choix - dont 1'un est correct - et chaque votant
a une probabilité indépendante p de voter pour la bonne décision. Le théo-
réme stipule alors combien de votants doivent étre inclus dans le groupe. La
réponse dépend du fait que p est supérieur ou inférieur a % : sl p est supérieur
a 3 (chaque électeur a plus de chances de voter correctement), alors l'ajout
d’électeurs augmente la probabilité que la décision majoritaire soit correcte.
A la limite, la probabilité que la majorité vote correctement s’approche de 1
lorsque le nombre de votants augmente. En revanche, si p est inférieur a %
(chaque électeur est plus susceptible de voter de maniere incorrecte), I’ajout
d’autres électeurs aggrave la situation : le jury optimal est composé d"un seul
électeur.

Dans le tableau 3.1, nous montrons un exemple de ce type de vote ot "[J"

est une bonne réponse et "l" une mauvaise réponse.
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Classifieur Prédiction Précision
Classifieur 1 | JRUEROOOOEOOOOE % = 0.667
Classifieur 2 | RRUUUUROOOODUEOE % = 0.667
Classifieur 3 | JURUOUEROCOOC M % = 0.667

Vote H EnEE | meene m % = 0.733
TABLE 3.1 — Exemple d'un vote majoritaire dans I'apprentissage non supervisé [Kuncheva,
2008].

Les approches basées sur cette idée ont été largement étudiées dans I'ap-
prentissage supervisé [Schapire, 1990][Wolpert, 1992][Kittler et al., 1998] o1
elles ont donné naissance a 1’'apprentissage d’ensemble ou classification par
la méthode d’ensembliste. Cependant, Concevoir une nouvelle approche de
clustering d’ensemble n’est pas si simple. En fait, plusieurs raisons rendent
cette tache difficile. L'une d’elles est que le custering est une méthode non
supervisée dans laquelle l'algorithme n’a aucune connaissance préalable de
la classe de données. De plus, il est impossible d’effectuer des techniques de
validation croisée pour ajuster les parametres de l'algorithme de clustering
(nombre de clusters, ... ), il n'y a donc pas de directives pour les program-
meurs pour choisir I'algorithme et sélectionner les parametres appropriés
pour un ensemble de données de parametres. En raison de ces difficultés
inhérentes que l'idée de combiner différents algorithmes de clustering est
devenue populaire dans le domaine de l’apprentissage non supervisé.

PROCESSUS DE LA METHODE D’ENSEMBLE DE CLUSTE-
RING

Le cceur d'un ensemble de clustering est la fonction de consensus qui
doit résoudre trois problémes : comment combiner les différentes solutions
de clustering? comment surmonter le probléme de correspondance des éti-
quettes? et comment assurer un consensus symétrique par rapport a toutes
les partitions d’entrée ?

De nombreuses approches ont été développées pour résoudre les pro-
blémes de clustering par consensus. [Vega-Pons et Ruiz-Shulcloper, 2011] ont
résumé le processus d’ensemble de clustering en deux étapes principales : la
génération et le consensus. La figure3.1 illustre ce processus, dans lequel
I'entrée est I’ensemble de données original et la sortie est le consensus de
clustering.

Etape de génération : Il s’agit de la premiere étape du processus d’en-
semble de clustering, o1 un certain nombre de membres de 1'ensemble sont
générés en utilisant des techniques de génération particulieres. [Vega-Pons et
Ruiz-Shulcloper, 2011] ont souligné qu’une plus grande variance dans l'en-
semble des membres de I’ensemble signifie que plus d’informations sont dis-
ponibles pour la fonction de consensus. De plus, il n’y a pas de contraintes
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sur la facon dont les membres de I'ensemble doivent étre obtenus [Vega-Pons
et Ruiz-Shulcloper, 2011]. Par conséquent, différentes stratégies peuvent étre
appliquées. Dans la littérature, plusieurs techniques de génération ont été
utilisées pour générer des membres pour construire un ensemble; plus de
détails sur ces techniques peuvent étre trouvés dans la section 3.4.

Etape de consensus : La deuxiéme étape est celle oi1 les membres générés
sont combinés en utilisant une fonction de consensus pour obtenir le résultat
tinal du clustering. Le succés d'un ensemble de clustering repose sur le choix
d’une fonction de consensus qui peut améliorer la qualité de la solution fi-
nale de clustering [Greene et Cunningham, 2006]. Par conséquent, un certain
nombre de fonctions de consensus ont été proposées dans la littérature; la
section 3.5 passe en revue certaines fonctions de consensus courantes.

Y
Clustering 1
.
Fonction de
Clustering 2 h consensus
ustermsg 1+
Ensemble S ) >- ——» | Partition finale
de données
b
Clustering m
)
Etape de génération Etape de consensus

FIGURE 3.1 — Processus d’ensemble de clustering [Vega-Pons et Ruiz-Shulcloper, 2011].

3.4 TECHNIQUES DE GENERATION D’ENSEMBLES

[lam-On et al., 2012] classent les techniques utilisées dans 1’étape de
génération en cinqg catégories, comme le montre la figure 3.2 :

— Ensemble homogene : Un seul algorithme de clustering est exé-
cuté pour générer un certain nombre de partitions avec plusieurs en-
sembles d’initialisations de parametres.

— Ensemble différent : Chaque partition est générée avec un ensemble
de cluster différent choisi aléatoirement.

— Sous-espace de données ou sous-échantillon de données : Chaque
partition est générée par un sous-échantillon aléatoire des données, ou
sur différents sous-espaces, ou en utilisant un sous-ensemble aléatoire
de caractéristiques.

— Ensemble hétérogene : Chaque partition est générée en utilisant un
algorithme de clustering différent.
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— Heuristique mixte : Toute combinaison des techniques ci-dessus peut
étre utilisée pour générer un certain nombre de partition.

Techniques de
génération d'ensembles

Ensemble Ensemble
homogéne différent

Sous-espace/sous- Ensemble Heuristique
échantillon de données hétérogéne mixte

FIGURE 3.2 — Approches de génération de partitions [Iam-On et al., 2012].

FONCTIONS DE CONSENSUS

Des revues sur les méthodes d’ensemble de clustering peuvent étre trou-
vées dans [Ghaemi et al., 2009][Ghosh et Acharya, 2011][Vega-Pons et Ruiz-
Shulcloper, 2011][Yang, 2011] [Kuncheva, 2014][Sarumathi et al., 2014], ou
les auteurs ont essayé de classer ces méthodes selon leurs techniques. Parmi
celles-ci, nous considérons le schéma de classification initialement proposé
par [Vega-Pons et Ruiz-Shulcloper, 2011] en raison de sa simplicité. Cela fa-
cilite I'introduction des principales méthodes d’ensemble présentées dans la
littérature. Ainsi, selon eux, la fonction de consensus peut étre classée en
deux approches principales : les approches basées sur la partition médiane
et la cooccurrence d’objets.

Approche de la partition médiane

Cette approche traite la fonction de consensus comme un probléme d’op-
timisation consistant a trouver la partition médiane par rapport a ’ensemble
de clusters. La partition médiane est définie comme "la partition qui maxi-
mise la similarité avec toutes les partitions de I'ensemble de clustering” (Fi-
gure 3.3). Donc 'idée de base est de trouver une partition P qui maximise la
similarité entre P et toutes les N partitions de 1'ensemble : P;, P, ..., Py en
utlisant la formule suivante (équation (3.1)) :

N

P = arg max 1; S(P, ) (3.1)

N

ou
P est la partition finale de I'agrégation.
IP est I’ensemble des partitions possibles.
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FIGURE 3.3 — Principe de I'approche partition médiane.

S(P;, P;) est une fonction de similarité entre deux positions arguments.

Parmi les fonctions de similarité entre partitions, on cite "Normalized
mutual information" [Strehl et Ghosh, 2002], "Utility function" [Topchy et al.,
2005], "Fowlkes-Mallows index" [Fowlkes et Mallows, 1983] et "Purity and
inverse purity" [Zhao et Karypis, 2005].

Parmi les exemples de cette approche, on trouve la méthode basée sur
la factorisation matricielle non négative [Li et al., 2007], la méthode géné-
tique [Yoon” et al., 2006][Luo et al., 2006] et la méthode basée sur les noyaux
[Vega-Pons et al., 2010] .

Méthodes basées sur les algorithmes génétiques

Ces méthodes utilisent la capacité de recherche des algorithmes géné-
tiques pour obtenir le clustering consensuel. En général, la population ini-
tiale est créée avec les partitions de 1'ensemble de clusters et une fonction
de fitness est appliquée pour déterminer quels chromosomes (partitions de
I'ensemble d’objets) sont plus proches du clustering. Ensuite, des étapes de
croisement et de mutation sont appliquées pour obtenir de nouveaux des-
cendants et régénérer la population. Au cours de ce processus, si un critere
de fin est atteint, la partition ayant la valeur de fitness la plus élevée est sé-
lectionnée comme partition de consensus. Parmi les méthodes basées sur les
algorithmes génétiques, on peut citer 'ensemble de regroupement hétéro-
gene [Yoon“ et al., 2006] [Yoon® et al., 2006]. La population initiale de cette
méthode est obtenue en utilisant n’'importe quel type de mécanisme de gé-
nération. Avec chaque paire de partitions obtenues a partir des objets, une
paire ordonnée est créée. Le processus de reproduction utilise une fonction
de fitness comme moyen unique de déterminer si une paire de partitions
(chromosomes) survivra ou non a l'étape suivante. Dans cet algorithme, la
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fonction d’aptitude est produite pour la comparaison de la quantité de che-
vauchements entre les partitions de chaque chromosome.

Méthodes basées sur la factorisation de matrices non négatives

[Li et al., 2007] a introduit une méthode d’ensemble de clustering basée
sur un processus de factorisation de matrice non négative. La factorisation
de matrices non négatives (Nonnegative Matrix Factorization (NMF)) [Cicho-
cki et al., 2008] fait référence au probleme de la factorisation d’une matrice
de données M non négative donnée en deux facteurs matriciels, c’est-a-dire
M~2AB, tout en exigeant que A et B soient non négatifs.

Dans cette méthode, on utilise tout d’abord la distance suivante entre les
partitions (équation(3.2) ) :

u(p,Py=Y_ .”ij(PIPI) (3-2)
=1

ou p;i(P, Pl) = 1 si x; et x; appartiennent au méme cluster dans une partition

et appartiennent a des clusters différents dans I'autre, sinon y;;(P, P/) =o0.

Cette méthode définit le regroupement consensuel comme le probleme de
la partition médiane, en fixant la distance (équation(3.2)) comme une mesure
de ressemblance entre les partitions. La définition originale du probléme est
consécutivement relaxée pour transformer le probleme en un probléme d’op-
timisation qui peut étre résolu par un processus itératif. Cependant, ce pro-
cessus ne peut trouver que des minima locaux, plutét qu un minimum global
du probléme. Bien que les régles multiplicatives soient les techniques les plus
courantes pour la factorisation matricielle non négative, il existe d’autres ap-
proches telles que les algorithmes des moindres carrés alternatifs a point fixe
et les algorithmes Quasi-Newton qui peuvent étre plus efficaces et obtenir
de meilleurs résultats que les techniques multiplicatives [Vega-Pons et Ruiz-
Shulcloper, 2011].

Méthodes basées sur les noyaux

[Vega-Pons et al., 2010] ont proposé l'algorithme Weighted Partition
Consensus via Kernels (WPCK). Cet algorithme incorpore une étape intermé-
diaire, appelée analyse de la pertinence des partitions, dans la méthodologie
traditionnelle des algorithmes d’ensembles de clustering, dans le but d’es-
timer l'importance de chaque partition avant le processus de combinaison.
Dans cette étape intermédiaire, a chaque partition P; est assignée une valeur
de poids w; qui représente la pertinence de la partition dans 1’ensemble de
clustering.

Dans cette méthode, la mesure de similarité suivante entre les partitions
est définie comme suit :
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k:Px x Px — [0,1] tel que :

k(P;, P~)
k(P P,) = l (33)
\/k(Pi, P)k(P;, P))
ot la fonction k : Px x Px — R4 est donné par :
K(P, P) = Y 056 u(S\ P)u(s \ ) (54)
SCX
avec 5
p_Jlsid3CeP,SCC
05 = { 0 sinon } (3-5)

et u(S \ P) représente la signification du sous-ensemble S dans la partition P,

qui peut étre étre calculée comme |‘C|| sidCePtelqueS CC.

3.5.2 Approche co-occurrence des objets

L’approche calcule d’abord la co-occurrence des objets dans les partitions,
puis détermine leurs étiquettes de cluster pour produire un résultat consen-
suel. Fondamentalement, elle compte 'occurrence d"un objet dans un cluster,
ou l'occurrence d"une paire d’objets dans le méme cluster, et génere le résul-
tat final du clustering par un processus de vote entre les objets. Parmi les
exemples de ce type d’approche, on peut citer : la méthode de ré-étiquetage
et de vote [Dudoit et Fridlyand, 2003][Zhou et Tang, 2006][Ayad et Kamel,
2010][Khedairia et Khadir, 2019], la matrice de co-association [Fred et Jain,
2005] et la méthode basée sur le graphique [Strehl et Ghosh, 2002][Fern et
Brodley, 2004].

Méthode de ré-étiquetage et de vote

On l'appelle aussi 1’'approche directe ou relabeling. Pour les autres ap-
proches, il n’est pas nécessaire de résoudre explicitement le probléme de
correspondance entre les étiquettes des clusters connus et les dérivés. L'ap-
proche par le vote tente de résoudre le probleme de correspondance, puis un
simple vote peut étre appliqué pour affecter les objets dans les clusters afin
de déterminer la partition consensuelle finale. Cependant, la correspondance
des étiquettes est exactement ce qui rend difficile la combinaison non super-
visée. L'idée principale est de permuter les étiquettes des clusters de maniere
a obtenir le meilleur accord entre les étiquettes de deux partitions. Toutes les
partitions de 1’ensemble doivent étre ré-étiquetées en fonction d'une parti-
tion de référence fixe. La partition de référence peut provenir de 1'ensemble
ou d"une nouvelle classification de I'ensemble de données. En outre, une pro-
cédure de vote significative suppose que le nombre de clusters dans chaque
partition donnée est le méme que dans la partition de référence. Cela néces-
site que le nombre de clusters dans la partition de consensus de référence
soit connu.
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[Ayad et Kamel, 2010] ont une formulation générale du probléme du vote
en tant que probleme de régression multiréponse. Parmi les méthodes basées
sur le réétiquetage, on trouve le vote a la pluralité (Plurality Voting (PV)) [Fi-
scher et Buhmann, 2003], le vote-fusion (Voting-Merging (V-M))[Dimitriadou
et al., 2001], le vote pour le clustering flous [Dimitriadou et al., 2002], le vote
des clusters actives (voting Active Clusters (VAC))[Tumer et Agogino, 2008],
le vote cumulatif (Cumulative Voting (CV)) [Ayad et Kamel, 2008] et les mé-
thodes proposées par [Zhou et Tang, 2006] et par [Gordon et Vichi, 2001].

Les travaux de [Fischer et Buhmann, 2003][Dudoit et Fridlyand,
2003][Hong et al., 2008], ont mis en ceuvre une combinaison de partitions par
le réétiquetage et par le vote. Leurs travaux ont suivi des approches directes
de ré-étiquetage du probleme de correspondance. Un relabeling peut étre
effectué de maniere optimale entre deux clusters en utilisant 1’algorithme de
Hongrois (Hungarian algorithm). Aprés un ré-étiquetage globalement cohé-
rent, le vote peut étre appliqué pour déterminer 'appartenance de chaque
objet a un groupe.

Notre approche est basée sur le principe de réétiquetage qui sera décrit
dans la section 3.7.2.

Méthode de la matrice de co-association

La méthode la plus populaire basée sur la similarité par paire est la mé-
thode de co-association. Son principe [Fred et Jain, 2005] est basé sur 1'utili-
sation d"une matrice dite de co-association, cette matrice est calculée a par-
tir des schémas de clustering en entrée (Figure 3.4), formellement exprimée
comme suit :

1 M
co(x;, %)) = 37 ;5<Pm<xi),Pm(xj)> (3.6)

ol x; et x; sont des objet, P, (x;) représente I'étiquette associée de 1'objet x;
dans la partition Py, et 6(a,b) est 1, si a = b, et o sinon. Il s’agit d’une matrice
carrée dont la valeur de chaque position (i, j) de cette matrice est une mesure
du nombre de fois ot les objets x; et x; se trouvent dans le méme cluster pour
toutes les partitions de IP. Cette matrice peut étre considérée comme une
nouvelle mesure de similarité entre I’ensemble des objets X. Plus les objets
x; et x; apparaissent dans les mémes clusters, plus ils sont similaires. En
utilisant la matrice de co-association "co" comme mesure de similarité entre
les objets, la partition de consensus est obtenue en appliquant un algorithme
de clustering.

Dans [Fred, 2001], un seuil fixe égal a o,5 est utilisé pour générer la parti-
tion finale de consensus. Elle est obtenue en rejoignant dans le méme cluster
les objets dont la valeur de co-association est supérieure a o,5.

Notez que la complexité de calcul des algorithmes de consensus basés
sur la co-association est trés élevée O(n?) et ne peut pas étre appliqué a de
grands ensembles de données [Topchy et al., 2003].
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Partition 1 Partition 2 Partition résultante

*

12 3 4 1 2 3 4
1|1]0]0]o 1 1|11]lo|l%n]|o H
2|lol1]1]o 2 2lo0|1|%n|o
3lol1]1]o 3 ' 3|n|nl1]o
4|lolo|o]1 4lo]o]olf1 4lo|lo|o] 1

Matrices de co-association

FIGURE 3.4 — Principe de I'approche basée sur la matrice de co-association.

Méthode basée sur le graphique

Les clusters pouvent étre représentés comme des hyper-arétes sur un
graphe dont les sommets correspondent aux objets a regrouper, de sorte que
chaque hyper-aréte décrit un ensemble d’objets appartenant aux mémes clus-
ters (Figure 3.5). Ce type de méthodes d’ensemble de clustering transforme
le probleme de combinaison en un probleme de partitionnement de graphes
ou d’hypergraphes. Le probleme du clustering consensuel se réduit alors a
trouver la coupe minimale d’un hypergraphe. La coupe minimale de cet hy-
pergraphe en k composantes donne la partition consensuelle requise [Strehl
et Ghosh, 2002] [Topchyb et al., 2004].

Donc c’est construire un graphe pour représenter plusieurs résultats de
clustering d’ensemble, puis trouver la partition optimale des données en mi-
nimisant la réduction du graphe [Fern et Brodley, 2004][Strehl et Ghosh,
2002]. La recherche de consensus est définie comme le résultat de recherche
P*) qui partage le plus d’informations avec les résultats de 1’ensemble IP.
Afin de trouver ce consensus, trois algorithmes (CSPA, HPGA, MCLA) pr-
posés par [Strehl et Ghosh, 2002] utilisent le concept d’hypergraphe pour
représenter I'ensemble des résultats de clustering.

Un hypergraphe est un ensemble de sommets et d’hyper-arétes, une
hyper-aréte étant une généralisation du concept d’aréte pouvant étre connec-
tée A un ensemble de sommets. Pour chaque résultat P) € P, une matrice
binaire d’appartenance H'") est créée, composée d"une colonne pour chaque
cluster du résultat (Tableau 3.2). La concaténation de l'ensemble des ma-
trices H = (H...HN)) représente la matrice d’adjacence d’un hypergraphe
a N sommets Y | K() hyper-arétes. Chaque colonne #; définit une hyper-
aréte ou 1 indique que cette hyper-aréte contient le sommet et o qu’elle ne le
contient pas. Les trois algorithmes proposés utilisent cette représentation.
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Partitions de clustering Matrice d’appartenance
p)  p@)  pB) HM H®) HO)

X1 1 1 1 hl hz h3 h4 h5 h6 h7 hg hg th

Xp | 1 2 2 X1 o o|1 o O O|1 O O

X3 | 2 1 1 X2/1 o o|lo 1 o O|0 1 O

Xy | 2 2 2 Xx3/0 1 o|1 o O O|1 O O

X5 | 3 3 3 X4/ 0 1 o|l0 1 0 O|0 1 O

X6 | 3 4 3 Xs| o o 1/0 O 1 O[O0 O 1
X| 0 o 1/0 O O 1|0 O 1

TABLE 3.2 — Exemple de représentation par hypergraphe.

Dans le premier algorithme CSPA (Cluster-based Similarity Partitioning
Algorithm), une matrice de similarité n x n (n étant le nombre d’objets) est
construite a partir de I'hypergraphe. Celle-ci peut étre considérée comme la
matrice d’adjacence d"un graphe entiérement connecté, ot les nceuds sont les
éléments de I'ensemble X et ol une aréte entre deux objets a un poids associé
égal au nombre de fois ou les objets sont dans le méme cluster. Ensuite,
algorithme de partitionnement du graphe est utilisé pour obtenir la partition
de consensus.

Dans le second algorithme a savoir HPGA (HyperGraph Partitioning
Algorithm) partitionne directement I’hypergraphe, en créant un clustering
consensus qui coupe le moins d’hyper-arétes.

Et pour le derniere approche MCLA (Meta-CLustering Algorithm) défi-
nit d’abord la similarité entre deux clusters en termes de quantité d’objets
groupés dans les deux, en utilisant 1'indice de Jaccard. Ensuite, une matrice
de similarité entre les clusters est construit, qui représente la matrice d’adja-
cence du graphe appelé méta-groupes.

Dans une autre méthode proposée par [Fern et Brodley, 2004], appelée
HBGF (Hybrid Bipartite Graph Formulation), le probléme se réduit a trouver
une partition d'un graphe biparti pour former un consensus. L’algorithme
HBGF combine les deux algorithmes CSPA et MCLA et exprime I’ensemble
a travers un graphe bipartite ot les instances et les clusters forment des
sommets.
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P, | P, | P, pi
vt N\ O\ e 1
v, | 1| 2] 2
v; | 2] 1 1
v, | 2| 2|2
Vs 3 3 R
v | 3| 4 | 3

FIGURE 3.5 — Exemple d’ensemble de clustering.

36 APPLICATIONS D'ENSEMBLE DE CLUSTERING

— Réutilisation de connaissances : par exemple, utilisation d’une classi-
fication antérieure.

— Classification multivue : par exemple, classification d’images ou de
documents web basée sur des annotations fournies par des utilisa-
teurs.

— Fouille de données distribuée : par exemple, entreprises ayant des
données commerciales privées.

— Amélioration de la qualité des résultats : par exemple, classification
de données ayant des formes spécifiques.

— Production de solutions robustes : plusieurs exécutions d’'un méme al-
gorithme initialisé différemment peuvent étre utilisées, ce qui permet
d’obtenir une solution plus robuste.
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3.7 APPROCHE PROPOSEE

Ensemble de clustering vise a générer plusieurs modeles et a les fusionner
pour produire un cluster consensuel final [Chaouche Ramdane et al., 2019].

La figure 3.6 illustre la méthodologie adoptée de notre systeme a classi-
ticateurs multiple (MCS) [Chaouche Ramdane et al., 2022]. Elle se compose
de deux étapes principales : la génération de partitions et la combinaison de

partitions.
. Etape 1:Génération de partitions
Domnnées de
Télédéeetion K-means
kM
= | Indice WB
BKM
: SO

Etape 2: Combinaison de Partitions ™, Partition finalc

|l> | Réétiquetage  Ha Vole =

FIGURE 3.6 — Architecture de I'approche proposée.

3.7.1 Génération de partitions

Quatre algorithmes de clustering hétérogenes sont utilisés pour conce-
voir le MCS, a savoir l'algorithme bien connu K-means, 1'algorithme K-
harmonique (KHM), 'algorithme Bisecting K-means (BKM) et 1’algorithme
Self Organizing Map (SOM). Une description détaillée de ces algorithmes est
donnée dans le chapitre 2.

Dans ce travail, nous avons proposé l'indice de validité interne WB pour
estimer le nombre de clusters. En comparaison avec d’autres indices (indice
DB, indice BIC, indice IS, indice WSJI, ...), une faible valeur de cet indice
implique une simplicité et une haute qualité de clustering [Zhao, 2012][Zhao
et Franti, 2014]. Le choix de cet indice est basé sur plusieurs travaux réalisés
en imagerie satellitaire [Mahi et al., 2015] [Labed et al., 2018], les résultats
obtenus montrent l'efficacité de I'indice WB pour extraire le nombre optimal
de clusters par rapport aux autres indices.

Pour déterminer le nombre optimal de clusters K, nous répétons suc-
cessivement chaque algorithme de clustering pour un intervalle [Kji,, Kinax]

avec K,,i, = 2 et Ky est donné par la regle empirique 4/ % [Kodinariya et
Makwana, 2013] et nous calculons la valeur de 1'indice WB pour chacun des
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résultats de partition correspondant a K. Ensuite, nous sélectionnons le K
pour lequel la valeur WB est minimale.

3.7.2 Combinaison de partitions

Sachant que chaque algorithme de clustering peut donner un nombre
différent de clusters en utilisant 1'indice WB, il est nécessaire d’utiliser en
plus un algorithme de vote pour trouver la correspondance entre les clusters
d’étiquettes obtenus par les différentes partitions. L'approche de vote tente
de résoudre le probleme de correspondance. Ensuite, un schéma de vote
simple tel que le vote majoritaire peut étre utilisé pour assigner les objets
dans les clusters afin de déterminer la partition consensuelle finale. Cepen-
dant, la correspondance des étiquettes est exactement ce qui rend difficile la
combinaison non supervisée. L'idée principale est de permuter les étiquettes
des clusters de maniére a obtenir le meilleur accord entre les étiquettes de
deux partitions. Toutes les partitions de I'ensemble doivent étre ré-étiquetées
en fonction d"une partition de référence fixe. La partition de référence peut
étre prise dans I'ensemble ou dans une nouvelle partition de 'ensemble de
données [Yang, 2017].

Dans cette approche, le meilleur clustering qui fait office de référence est
obtenu selon 1'indice WB, et le nombre de clusters dans chaque partition
d’entrée doit étre le méme que dans la partition de référence, la procédure
entiere implique simplement deux étapes :

Etape 1 : Utiliser 'algorithme de Hongrois (Hungarian algorithm) [Wins-
ton et Goldberg, 2004] pour réassigner les étiquettes des partitions d’entrée
avec la partition de référence sélectionnée, comme 1'un des membres de

I'ensemble.

Les étapes de l'algorithme Hongrois sont données par :

66



Chapitre 3. Ensemble de clustering

Soit en entrée A la matrice qui correspond a 'affectation initiale.

I:Ztape 1:

Trouvez 1'élément minimum dans chaque ligne de la matrice.
Construisez une nouvelle matrice en soustrayant de chaque
ligne de son minimum coresspondant. Pour cette nouvelle ma-
trice, trouvez le dans chaque colonne. Construisez une nouvelle
matrice en soustrayant a chaque cofit le minimum de sa colonne.

Etape 2:

Tracez le minimum de lignes (horizontales, verticales ou les
deux) nécessaires pour couvrir tous les zéros de la nouvelle
matrice.

Si le nombre de lignes couvrantes = la dimension de la matrice,
alors une solution optimale est disponible parmi les zéros
couverts dans la matrice.

Sinon, passez a l’étape 3.

I:Ztape 3:

Trouvez la valeur minimale de toutes les entrées de la nouvelle
matrice ne se trouvent pas sur les lignes couvrantes.

Ensuite soustraire cette valeur de toutes les entrées qui se
trouvent sur les lighes couvrantes sauf les entrées aux intersec-
tions des lignes et ajoutez cette valeur a toutes les entrées se
trouvant aux intersections des lignes couvrantes.

Retournez a I’étape 2.
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Etape 2 : Appliquer le vote majoritaire sur les partitions d’entrée réaffec-
tées pour produire l'étiquette de cluster de la partition de consensus final
[Yang, 2017].

Si on prend 1’exemple de trois résultats de clustering basés sur les mémes
données d’entrée [Yang, 2017]. Le tableau 3.3 montre leurs vecteurs d’éti-
quettes et nous appliquons l'algorithme Hongrois avec une partition de

L, /
référence P = Pi(1,1,1,2,2,3,3).

Py | P | D
X1l 1| 213
Xo| 1| 213
Xz | 1| 2|2
Xg| 213 |2
Xs| 213 |1
Xe| 3|11
Xz 3|11

TABLE 3.3 — Exemple d’ensemble de clustering.

Apres un réétiquetage, les résultats des étiquettes ré-attribués, basés sur
les trois partitions d’entrée, sont présentés dans le tableau 3.4. Ensuite, le
vote majoritaire peut étre simplement appliqué pour déterminer l'apparte-
nance a un cluster pour chaque élément, ou l'étiquette de la partition de
consensus est attribuée par la majorité des partitions d’entrée. L’étiquette de
la partition de consensus final est (1,1,1,2,2,3,3).

P | P | Ps
X1l 1|1 |1
Xo| 1|11
Xg| 1| 1] 2
Xy| 2] 2] 2
Xs5| 2| 213
Xe| 31313
X713[1313

TABLE 3.4 — Relabeling

La fonction de consensus de notre MCS peut également étre décrite par
le pseudo-code suivant :
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Entrée :

¢ K (nombre de clusters obtenus pour toutes les partitions d’entrée)
* N (nombre d’objets)
* Un ensemble de partitions d’entrée Py_ 0015, Pxrm, Pexm, Psom,
e Une partition de référence P’ = P selon l'indice WB
¢ Algorithme hongrois Hung
Pouri=1to4
Réaffecter 1’étiquette de la partition d’entrée : Pl-/ = Hang (P, P)
Fin pour

/ / 4
P :{Pi},
1
Pouri=1to4
Pourn=1to N

Pour k =1 to K /
ok — {1 sila donneé n est assigneé au cluster jdans P
! 0 Sinon
Fin pour
Fin pour
Fin pour

Pourn=1to N
4 Jo S .
Pcombination(xn) = arg m}flx Zi ZUiI‘I;1 ou w; = 1/4, Vi,
Fin pour

Sortie :
Le clustering final P.ypination-
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CONCLUSION

Dans ce chapitre, nous avons abordé le processus d’ensemble de cluste-
ring, les techniques de générations d’ensembles et les différentes fonctions
de consensus.

L’approche par ensemble consiste a créer un résultat de clustering ap-
pelé consensus a partir d'un ensemble de résultats d’algorithmes de cluste-
ring. Cette approche comporte principalement deux aspects. La premier est
la création de résultats de chaque clustering (différents algorithmes, diffé-
rentes initialisations,etc.). La seconde est de définir une fonction qui permet
de trouver la partition consensuelle finale.

Ensuite, nous avons présenté 1’architecture de notre approche a savoir
notre MCS (multiple classifieur systeme), les différentes étapes et le pseudo
- code de la fonction de consensus utilisée.

Dans le chapitre suivant nous allons donner les différents résultats et
discussions de nos expérimentations sur les différents jeux de données et sur
les données de télédétection.
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ANS ce chapitre, nous présentons les différentes données utilisées dans
notre travail ainsi que les différents résultats et discussions.
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4.2

Chapitre 4. Validations expérimentales

INTRODUCTION

Pour s’assurer de la validité et de la pertinence notre approche, plusieurs
expériences ont été réalisées sur différents jeux de données, a savoir des don-
nées synthétiques, des images satellitaires synthétiges et des images multis-
pectrales. Tous les résultats des expériences ont été obtenus a 1’aide du logi-
ciel MATLAB et sont exécutés sur un PC avec processeur Intel Core i3-4000
M CPU 2.40 GHZ avec 4 GO de RAM.

EXPERIMENTATION SUR DES DONNEES ARTIFICIELLES

Dans cette section, nous proposons d’évaluer en premier lieu la qualité

de l'indice WB, en second l'efficacité de 1’approche proposée et en troi-
sieme la partition de référence par 1'indice WB. Pour y parvenir, nous avons
choisi quatorze ensembles de données artificielles différents (Clustering basic
benchmark), a savoir :

— L'ensemble de données (2D) S1 -S4 qui se compose de 5000 points
représentant 15 clusters et la méme distribution gaussienne avec un
chevauchement croissant entre les clusters.

— Les ensembles de données synthétiques (2D) A1, A2 et A3 présentant
un nombre différent de clusters.

— La donnée synthétique Unbalance (2D) avec N=6500 vecteurs et k=8
clusters gaussiens.

— Les données ensembles de formes (Shape sets 2D) : Compound, D31
et R15.

— Les données UCI : Iris, Glass.

— Les données de dimension :dimo32 (32D).

N

L'intégralité des données (datasets) peut étre obtenue a partir de la
page web du SIPU [http://cs.uef.fi/sipu/datasets]. Le tableau 4.1
résume les caractéristiques des données utlisées et la figure 4.1 les schéma-
tisent.

Dataset Taille Dimension Nombre de Cluster
S 5000 2 15
A 3000 - 7500 2 20 - 50
Dimo32 1024 32 16
Unbalance 6500 2 8
Shape sets 399 - 3100 2 6 - 31
UCI datasets 150 - 214 4-9 3-6

TABLE 4.1 — Données artificielles (Datasets)
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FIGURE 4.1 — Données artificielles.
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4.2.1 Ftude comparative entre les indices de validité pour obtenir
le cluster optimal

Nous proposons une comparaison entre plusieurs indices de validité en
les combinant avec 'algorithme k-means afin de déterminer le nombre opti-
mal de clusters (tableau 4.2). La méthode consiste a faire varier le nombre de
clusters dans un intervalle prédéfini [k, kiax] (Kpin = 2 et Kyay est donné

par la régle empirique \/g [Kodinariya et Makwana, 2013] ) et a extraire les

meilleures valeurs des indices représentant le nombre final de clusters. Les
indices comparés sont l'indice DB, I'indice WB, l'indice BIC, l'indice IS et
I'indice WSJI (voir section 2.8.1 pour une description détaillée de ces indices).

La figure 4.2 illustre les valeurs de l'indice WB sur un intervalle du
nombre de clusters k;;, = 2 et k. = 50 pour les ensembles de données
S1, S2, S3 et S4.

Nous pouvons constater que la valeur minmale de I'indice WB indique le
bon nombre de clusters a savoir 15 clusters pour les données S1- S4.

Valeurs de lindice Indice WB

3.5

L
L
iy
LA
(&}
LA
v}
La

|

(=]

MNombre de clusters

FIGURE 4.2 — Les valeurs de l'indice WB en fonction du nombre de clusters pour les
ensembles de données S1-S4.
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D’apres le tableau 4.2, nous pouvons voir que les indices WB, DB, IS
retournent le nombre exact de clusters pour les ensembles S1, Sz, S3, S4, A1
et Dimo32, de plus I'indice WB retourne le nombre exact pour les ensembles
Unbalance, D31 et R15 et la valeur proche pour les autres ensembles de
données. Par contre l'indice BIC retourne la valeur exact seulement pour
I'ensemble Unbalance et 1'indice WSJI pour les deux ensembles S1 et S3.

Les résultats obtenus montrent l'efficacité de l'indice WB a fournir un
nombre optimal de clusters par rapport aux autres indices.

Données Nombre Dimension Taille Nombre de cluster obtenu
de cluster DB WB BIC IS WSJI
S1 15
Sz 13
S3 15 2 5000 15 15 50 15 By
S4 20
A1 20 3000 20 20 39 20 19
A2 35 2 5250 34 36 50 36 33
A3 50 7500 47 53 61 47 47
Unbalance 8 2 6500 4 8 8 4 2
Compound 6 399 2 12 14 2 2
D31 31 2 3100 30 31 39 30 30
Ri1s 15 600 8 15 17 8 8
Iris 3 4 150 2 6 9 2 2
Glass 6 9 214 7 7 10 11 4
Dimo32 16 32 1024 16 16 17 16 15

TABLE 4.2 — Comparaison des résultats des indices de validité
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4.2.2 Résultats de notre MCS

Nous avons appliqué notre approche, comme indiqué précédemment,
pour les quatorze ensemble de données synthétiques, en faisant varier a
chaque fois le nombre de clusters K pour chaque algorithme, et la valeur de
I'indice WB est calculée pour les différents K. Les résultats rapportés dans
les tableaux 4.3 et 4.4 illustrent les meilleures valeurs obtenues et le nombre
correspondant de cluster K optimal.

Nous pouvons voir a partir des tableaux 4.3 et 4.4 que l'indice WB re-
tourne le nombre exact de clusters pour les datasets S1, S2, S3, Sg4, A1, A2,
A3, Unbalance, D31, R15 et Dimo32 pour la plupart des algorithmes de clus-
tering et se rapproche de la valeur optimale pour les datasets Coumpound,
Iris et Glass.

Les résultats des expériences avec divers les algorithmes de clustering
et les datasets montrent que l'indice WB fournit une estimation fiable du
nombre de clusters, ce qui suggere 1'efficacité de la validité des indices
internes de clustering. Contrairement a la F-mesure obtenue en utilisant
chaque algorithme de clustering seul, nous avons obtenu une F-mesure
élevée en utilisant la méthode de combinaison. Ces résultats montrent que le
MCS peut augmenter la précision du clustering [Chaouche Ramdane et al,,
2022].
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Dataset | Approche | K optimale | Indice WB | F-mesure
S- Sets
Données Synthétiques d=2 (N = 5000 vecteurs, K = 15 clusters gaussiens )
K- means 0.2355 0.9938
KHM 0.2367 0.9934
S1 BKM 15 0.2355 0.9936
SOM 0.2429 0.9936
MCS 0.2352 0.9946
K- means 0.3954 0.9696
KHM 0.3930 0.9688
Sz BKM 15 0.3954 0.9696
SOM 0.4192 0.9606
MCS 0.3950 0.9700
K- means 0.6770 0.8550
KHM 0.7633 0.8456
S3 BKM 15 0.6770 0.8568
SOM 0.8040 0.8182
MCS 0.6637 0.8600
K- means 0.8607 0.7968
KHM 0.9090 0.7398
S4 BKM 15 0.8607 0.7974
SOM 1.0356 0.7677
MCS 0.8604 0.8000
A - Sets
Données synthetiques d=2 (150 vecteurs par cluster)
K- means 20 0.2268 0.9987
A1 KHM 20 0.2888 0.9257
(N = 3000, BKM 20 0.2268 0.9987
20 clusters) SOM 21 0.2630 0.9755
MCS 20 0.2260 0.9990
K- means 36 0.3026 0.9862
A2 KHM 39 0.3867 0.8731
(N = 5250, BKM 35 0.2948 0.9989
35 clusters) SOM 36 0.3109 0.9723
MCS 35 0.2940 0.9990
K- means 53 0.3413 0.9400
A3 KHM 54 0.3489 0.9040
(N = 7500, BKM 50 0.3097 0.9972
50 clusters) SOM 51 0.3184 0.9840
MCS 50 0.3093 0.9991
Unbalance
(Données synthetiques d=2)
Unbalance K- means 8 0.0335 1
KHM 9 0.0373 0.8495
(N = 6500,
8 Gaussian BKM 8 0-0335 !
clusters) SOM 8 0.0543 0.8917
MCS 8 0.0335 1

TABLE 4.3 — Résultats sur les données synthétiques (S, A, Unbalance)
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Dataset | Approche | K optimale | Indice WB | F - mesure
Shape sets (Données synthétiques d = 2)
K - means 11 0.4836 0.4812
Compound KHM 11 0.4845 0.4912
(N = 399, BKM 11 0.4874 0.4887
6 clusters) SOM 12 0.4909 0.4761
MCS 11 0.4665 0.5438
K - means 31 0.3832 0.9335
D31 KHM 33 0.4317 0.9000
(N = 3100, BKM 31 0.3459 0.9761
31 clusters) SOM 32 0.3695 0.9529
MCS 31 0.3459 0.9768
K - means 15 0.1287 0.9967
R15 KHM 16 0.1423 0.8874
(N = 600, BKM 15 0.1287 0.9967
15 clusters) SOM 12 0.3891 0.5300
MCS 15 0.1287 0.9967
UCI data sets
K - means 6 0.3639 0.5133
Iris KHM 4 0.3585 0.7000
(N = 150, BKM 5 0.3671 0.6733
3 clusters) SOM 8 0.3810 0.2266
MCS 4 0.3118 0.7067
K - means 1.9474 0.5377
Glass KHM 2.1751 0.5327
(N= 214, BKM 7 2.1679 0.5359
6 clusters) SOM 2.3012 0.5238
MCS 1.9471 0.5472
Dim - sets (grande dimensions)
. K - means 16 0.0389 1
(1]311211(;322 KHM 16 0.0410 1
= 1024, BKM 16 0.0389 1
16 clusters
. SOM 14 0.0951 0.5352
gaussians) MCS 16 0.0389 1

TABLE 4.4 — Résultats sur les données synthetiques (Shape sets, UCI datasets, Dim-sets)
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Comparaison avec la partition médiane

Afin de valider le choix de la partition de référence par 1'indice WB opti-
male, nous avons appliqué I'approche par la partition médiane a I’ensemble
des partitions des données synthétiques.

Les résultats rapportés dans le tableau 4.5 montrent que la partition de
référence résultante est pratiquement la méme que la partition donnée par
I'indice WB, ce qui démontre la qualité de 'indice WB.

Données Partition de référence
Approche WB optimale Approche médiane
S1
S2
S3 BKM / K - means BKM
S4
A1 BKM / K - means BKM
A2 BKM BKM
A3 BKM K- means
Unbalcane BKM / K - means K - means
Compound K - means K - means
D 31 BKM K - means
R 15 BKM / K - means BKM
Iris KHM KHM
Glass K - means KHM
Dim 032 BKM / K - means BKM

TABLE 4.5 — Comparaison de la partition de référence entre les approches indice WB et
partition médiane.
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4.3 EXPERIMENTATION SUR DES IMAGES COMPOSITES

Nous proposons dans cette section d’appliquer notre approche sur trois
images satellites synthétiques présentant 6, 8 et 10 clusters (Figure 4.3).
Les données, comme mentionné ci-dessus, ont été collectées a partir des
images satellitaires en sélectionnant manuellement des échantillons perti-
nents. Ensuite, les échantillons sont redimensionnés et concaténés en une
image composite finale. Cette facon de procéder, nous permet de construire
des images satellites synthétiques avec des classes connues afin d’effectuer
les tests.

A travers les résultats obtenus dans le tableau 4.6, nous constatons que
notre MCS retourne un nombre de cluster proche du nombre de cluster des
images composites avec un indice WB minimum pour l'image résultat de
la combinaison par rapport a l'indice WB obtenu a 1'aide des algorithmes
de clustering [Chaouche Ramdane et al., 2019]. Ces résultats illustrés par les
tigures 4.4, 4.5 et 4.6 montrent, également, que le MCS améliore la qualité de
la classification des images.

Image composite | Approche | K optimal | Indice WB
K- means 7 0.0767
(a) KHM 8 0.0982
BKM 7 0.1187
6 clusters SOM 8 0.1434
MCS 7 0.0759
K- means 9 0.0759
(b) KHM 12 0.2497
BKM 12 0.0768
8 clusters SOM 11 0.1594
MCS 9 0.0752
K- means 12 0.0836
(c) KHM 16 0.1088
BKM 16 0.0853
10 clusters SOM 15 0.1608
MCS 12 0.0790

TABLE 4.6 — Résultats sur les images composites.
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FIGURE 4.3 — Les images composites.
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K —means (7 clusters) KHM (8 clusters)

BKM (7 clusters) SOM (8 clusters)

MCS (7 clusters)

FIGURE 4.4 — Résultat de I'approche MCS sur 'image composite (a).
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K- means (9 clusters) KHNM (12 clusters)

BKM (12 clusters) SOM (11 clusters)

MCS (9 clusters)

FIGURE 4.5 — Résultat de I'approche MCS sur I'image composite (b).
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K- means (12 clusters) KHM (16 clusters) BKM (16 clusters) SOM (15 clusters)

MCS (12 clusters)

FIGURE 4.6 — Résultat de I'approche MCS sur l'image composite (c).
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EXPERIMENTATION SUR DES IMAGES MULTISPECTRALES

Dans cette derniere section, nous proposons d’appliquer 1’approche MCS
sur quatre images multispectrales, qui représentent les régions d’Oran et de
Tlemcen en Algérie; les caractéristiques de chaque image sont reportées dans
le tableau 4.7. Ces régions sont relativement complexe, avec des thématiques
assez diversifiées (Figure 4.7) : Urbain, Sebkha, sol, eau, végétation, forét,
relief et culture. L'image multispectrale d’Oran (scéne 3) contient un tissu
urbain tres hétérogene. En effet, les anciennes constructions, apparaissent
sur I'image avec une texture plus contrastée et un aspect moucheté, tandis
que le nouveau bati est plus homogeéne et moins contrasté. On y trouve éga-
lement des zones a topographie relativement complexe. On est donc devant
un cas relativement difficile. Ceci confirme l'intérét d'utiliser des méthodes
de clustering pour des taches similaires.

Les résultats du clustering des quatre images multispectrales par l'ap-
proche proposée sont présentés dans les figures 4.8, 4.9, 4.10 et 4.11.

Nous avons obtenu l'indice WB optimale pour 1'image résultat du multi
classifieur par rapport aux images des algorithmes de clustering. Aprés une
analyse visuelle des résultats avec les images originales correspondantes, les
résultats obtenus semblent étre satisfaisants en général. Cependant nous re-
marquons une certaine confusion entre les pixels d’eau et les pixels d’ombre,
dans le cas de la premiére image (scéne1) et d’autres confusions sur certaines
zones non urbaines apparaissent. C’est le cas du relief (premiere image) et
de la zone de Sebkha (troisiéme image) qui présente une variabilité spatiale
similaire aux zones baties [Chaouche Ramdane et al., 2022].

Taille (m?) Résolution Satellite ( OueRsi%Al:l)gérie)
Scéne1 512 X 512 30m Landsat Oran - ville
Scene 2 400 X 400 20 m Spot Oran - rural
Sceéne 3 500 X 500 15 m Aster Oran - ville
Scéne 4 400 X 400 2.5 m Alsat 2a Tlemcen

TABLE 4.7 — Caractéristiques des images multispectrales.
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FIGURE 4.7 — Les images multispectrales.
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=g

KM 8 clus

: ; clusters .
WB = 05736 WEB = 0.6385

BKM. § clusters " SOM. 7 clusters
WB = 0.5736 WEB= 07167

b

MCS, 8 clusters
WB= 0.5723

FIGURE 4.8 — Résultat de I'approche MCS sur la scéne 1.
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i

KM, 9 clusters
WB = 1.0740

S

MCS, 9 clusters
WB= 1.0645

FIGURE 4.9 — Résultat de I'approche MCS sur la scéne 2.
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e

KH]vI:S clusters
WB = 0.5407 WEB = 05495

: N AR e
BKM. 5 clusters SOM., 7 clusters
WB = 0.5404 WB = 0.6092

MCS, 5 clusters
WB= 0.5302

FIGURE 4.10 — Résultat de I'approche MCS sur la scene 3.
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| KM, 4 clusters . KHM, 4 clusters
WB = 0.8934 WB = 0.8850

BKM, 4 clusters SOM. 4 clusters
WB = 0.8934 WB = 0.9990

* MCS, 4 clusters
WB= 0.8789

FIGURE 4.11 — Résultat de I'approche MCS sur la scene 4.
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4.4.1 Temps d’exécution du MCS

Malgré les bons résultats, notre MCS est gourmand en temps car de
nombreux calculs sont nécessaires a son exécution a savoir les calculs pour
I'étape de génération des quatre partitions et I'étape de combinaison de
partitions (Figure 4.12) sachant en plus que le temps d’exécution de la partie
extraction de l'indice WB optimale d'une partition d'un clustering prenait
plus de 30 minutes.

50

40
30
20
: |
Tempsd' execution (M inutes)

Scene 1 Scene 2 Scene 3 Scene 4

FIGURE 4.12 — Temps d’exécution du MCS pour les images multispectrales.
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Classification par maximum de vraisemblance

Pour valider nos résultats, une classification supervisée par maximum de
vraisemblance [Richards, 1993] a été effectuée. Ce processus était basé sur la
scene 2 et la scene 3 .

L'image de la scene 2 est classée en neuf classes qui représentent les
classes suivantes : relief #1 (R1), relief #2 (R2), forét (F), végétation #1 (V1),
végétation #2 (V2), sol nu, terres agricoles (T), urbain (U), et nuages (N).

Le résultat est illustré dans la figure 4.13. Le test générée par cette ap-
proche a montré une précision de classification de 91.7480 % avec une statis-
tique de Kappa de 0.9052. Le résultat de la matrice de confusion est présenté
dans le tableau 4.8 .

Notre approche produit une image classée en neuf classes, soit le méme
résultat que la classification supervisée ce qui révele la force de notre MCS.

Quand a I'image de la scéne 3 est classée en six classes qui représentent
les classes urbain #1 (U1), urbain #2 (Uz2), végétation #1 (V1), végétation #2
(V2), sol et Sebkha (Se), le résultat est montré dans la figure 4.14.

De plus, le résultat de la matrice de confusion pour la classification
supervisée est reporté dans le tableau 4.9, et la précision de test générée par
cette approche a montré une précision de classification de 79,36 % avec une
statistique de Kappa de 0,74.

Une comparaison visuelle montre que les résultats sont presque simi-
laires. Notre approche produit une image classée en cinq classes, soit une
classe de moins que la classification supervisée. Cette derniere qui représente
la classe Sebkha, est une région qui a été confondue avec une classe urbaine
en raison des valeurs spectrales similaires entre les classes. Ainsi, les deux
classes urbaines (Urbain #1 et Urbain #2) regroupent 83798 points pour la
classification supervisée alors que dans les résultats du MCS, 89034 points
sont regroupés sous ces classes.
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FIGURE 4.14 — Classification supervisée sur la scéne 3.
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Don.n ces Données de référence
classifiées
Classes Total Prefil:mn
d’occupation R1 R2 F Vi A\’ T Sol U N li P
ignes | l'utilisateur
du sol %
Relief 1 301 4 o o o 0 o o 0 305 98.68
Relief 2 6 369 0 23 2 0 10 0 0 410 90
Forét o o 128 1 3 11 o 9 6 158 81.01
Végétation 1 o 5 1 445 3 0 o o 0 454 98.01
Végétation 2 o o 0 38 190 0 o o 0 228 83.33
Terres agricoles o o 9 o o 339 o 4 o 352 96.30
Sol nu o 4 0 o o 0 113 o 0 117 96.58
Urbain o 2 34 o o 3 o 194 0 233 83.26
Nuages o o 24 o o o o 1 178 203 87.68
Total s
colonne 307 384 196 507 198 353 123 208 184 2460 Précision
Précisi globale
récision
) flu 98.05 96.09 65.31 87.77 95.96 96.03 91.87 93.27 96.74 917480 %
générateur

TABLE 4.8 — Matrice de confusion de la scéne 2 de la classification supervisée.

Don.n oS Données de référence
classifiées
d’occupation | U1 Uz Vi V2 Sol Se . P
lignes | 1'utilisateur
du sol o
Urbain 1 172 18 0 0 0 170 360 47.79
Urbain 2 16 126 0 0 19 0 161 78.26
Végétation 1 0 0 168 3 0 0 171 98.24
Végétation 2 0 1 0 137 0 0 138 99.27
Sol 9 2 7 0 148 0 166 89.18
Sebkha 13 2 0 0 0 249 264 94.32
Total 210 1 1 140 16 1 Précision
colonne 49 175 14 7419 160
P globale
Précision
du 81.90 84.56 96 .86 88.62 . o
S 9 4.56 96 97 59-43 79.36 %
générateur

TABLE 4.9 — Matrice de confusion de la scéne 3 de la classification supervisée.
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CONCLUSION

Nous avons évalué notre MCS sur quatorze ensembles de données syn-
thétiques, trois données composites et quatre images multispectrales en uti-
lisant les algorithmes K- means, KHM, BKM et SOM pour le clustering des
ensembles de données. Ensuite, en fonction de la valeur minimale de I'indice
WB, le nombre final de clusters a été retenu. Le processus se termine par
I'application de I’étape de la combinaison des partitions. Finalement, 1'indice
WB donne des résultats positifs, pour la plupart des ensembles de données
synthétiques, il fournit le nombre exact de clusters pour toutes les approches
de clustering, avec une F-mesure élevée pour le résultat combiné par rapport
aux F-mesures des méthodes de clustering.

La comparaison visuelle montre que les résultats du MCS sur les images
de télédétection sont bons et satisfaisants.

Afin de valider le choix de la partition de référence par 1'indice WB opti-
male, une comparaison avec I’approche de la partition médiane a 1’ensemble
des partitions des données synthétiques est effectuée. Les résultats obtenus
démontrent la qualité de I'indice WB.

I est a noter que le calcul de notre MCS nécessite beaucoup d’effort de
calcul.

Pour conclure, nous avons évalué notre approche par une comparaison
avec une méthode de classification supervisée (maximum de vraisemblance).
Les résultats obtenus sont bons, ce qui démontre la qualité de notre approche.
Ainsi, le MCS a montré un grand potentiel pour améliorer la classification
non supervisée des images satellitaires.
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SI microscope et télescope évoquent les grandes percées scientifiques vers
I'infiniment petit et I'infiniment grand, nous avons besoin aujourd’hui
d’un macroscope pour explorer I'infiniment complexe.

-J. de ROSNAY-
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SYNTHESE

Ces derniéres années, la résolution spatiale des données satellitaires s’est
améliorée grace aux progres de la technologie satellitaire, et 'on peut s’at-
tendre a I'avenir a 'acquisition d’informations encore plus détaillées sur la
surface de la terre. Cependant, diverses complications sont encore associées a
la récupération et a la classification des informations sur la surface terrestre a
partir de données satellitaires a tres haute résolution. La classification est une
tache importante en reconnaissance des formes, ce qui est la raison principale
pour laquelle les derniéres décennies ont vu un grand nombre de projets de
recherche consacrés aux méthodes de classification.

La limitation des méthodes de classification supervisée, quel que soit le
classifieur, réside dans la nécessité d’utiliser des échantillons et donc une vue
restrictive et non objective de la réalité. Il est méme parfois impossible d’ef-
fectuer une classification supervisée faute de disponibilité de vérités terrain
(année passée, zone inconnue ou inaccessible).

Pour cette raison, les systemes a classificateurs multiples constituent une
orientation importante dans l’apprentissage automatique et la reconnais-
sance des formes. En effet, la combinaison de classificateurs est désormais
un domaine de recherche actif, connu sous différents noms dans la littéra-
ture, tels que le mélange d’experts, 1'apprentissage par comité ou les mé-
thodes d’ensemble et bien que le MCS ait un grand nombre d’applications
dans le traitement des données de télédétection, il convient de mentionner
que la plupart des travaux impliquent une classification supervisée ou semi-
supervisée, alors que seules quelques études ont été consacrées sur des cas
non supervisés.

C’est dans ce contexte que s’est porté notre contribution. L’objectif prin-
cipal de cette these était d’évaluer l'efficacité d’un systeme de classification
multiple (MCS), qui combinent les résultats de différents classificateurs non
supervisés.

En effet, 'étape fondamentale d’'une méthode de clustering d’ensemble
est la fonction de consensus. Elle combine de nombreux partitions pour pro-
duire un résultat de clustering amélioré par rapport aux partitions indivi-
duels de I’ensemble. Il existe deux approches principales de la fonction de
consensus : la co-occurrence et la partition médiane. Dans la premiére ap-
proche, on trouve les méthodes basées sur le relabeling et le vote, la matrice
de co-association et les graphes.

Notre approche est basée sur le ré-étiquetage et le vote. cette derniere
tente de résoudre le probleme de correspondance, puis un simple vote peut
étre appliqué pour affecter les objets dans les clusters afin de déterminer la
partition consensuelle finale.
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CONTRIBUTIONS

Au cours de cette these, nous avons évalué notre MCS sur plusieurs en-
sembles de données synthétiques, trois images composites et quatre images
multispectrales issues de quatre capteurs différents en utilisant les algo-
rithmes K-means, KHM, BKM et SOM pour le clustering des ensembles de
données. Ensuite, en fonction de la valeur minimale de I'indice de validité in-
terne du clustering WB, le nombre final de clusters a été retenu et le meilleur
clustering qui fait office de référence est obtenu. Le processus se termine
par 'application de 'étape de la combinaison des partitions en utlisant I’ap-
proche relabeling et vote.

Grace a cette approche, nous avons pu, obtenir des bons résultats. Pour
la plupart des ensembles de données synthétiques,l’indice WB fournit le
nombre exact de clusters pour toutes les approches de clustering, avec une
précision de F-mesure élevée pour le résultat combiné par rapport aux F-
mesures des quatre algorithmes de clustering.

Pour évaluer le choix de la partition de référence par l'indice WB opti-
male, une comparaison avec I’approche de la partition médiane a 1’ensemble
des partitions des données synthétiques est effectuée. Les résultats obtenus
montrent 1efficacité de 1'indice WB.

La comparaison visuelle montre que les résultats des images de télédé-
tection sont bons et satisfaisants.

Afin de situer I'approche développée, une comparaison avec une méthode
de classification supervisée la plus utilisée en classification d'images satelli-
taires a savoir le maximum de vraisemblance est effectuée sur deux images
multispectrales. Les résultats obtenus ont mis en évidence la qualité de notre
approche.

Ainsi, le MCS a montré un grand potentiel pour améliorer la classifica-
tion non supervisée des données de télédétection, cependant ce processus est
coliteux en temps car de nombreux calculs sont nécessaires a son exécution.

PERSPECTIVES

Le travail présenté dans cette these, peut avoir un impact sur la suite
des travaux de recherches a entreprendre dans l'avenir. L'ensemble de
clustering nous a permis d’obtenir des résultats trés concluants qui méritent
d’étre consolidés en prospectant d’autres horizons, on peut citer notamment :

— Le test avec d’autres indices de validité de cluster et d’autres algo-
rithmes de clustering tels que le clustering basé sur la densité (DEN-
CLUE, DBSCAN, OPTICS), le clustering basé sur la grille (STING,
CLIQUE, optiGrid), la technique de clustering basée sur les algo-
rithmes génétiques, le clustering GMM (Gaussian mixture models) et
etc.
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— Le test et la validation de cette approche sur d’autres types d’images
optiques (résolutions différentes, différentes régions), afin d’étudier
I'effet du changement de la résolution, ainsi que la comparaison des
résultats sur d’autres régions.

— D’explorer d’autres familles d’ensemble de clustering ainsi que
d’autres jeux de données.
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Résumé

En télédétection, le clustering, également appelée classification non supervisée, est une tache importante
qui vise a partitionner une image donnée dans un espace multispectral en un certain nombre de classes
spectrales (groupes), lorsque 'information in situ n’est pas disponible. Parmi les nombreux algorithmes de
clustering existants, les plus utilises sont le K-means, 'ISODATA, le FCM (Fuzzy C-Means), le SOM (Self
Organizing Map) et plus récemment le K-Harmonic Means. Cependant, avec 'augmentation de la quantité de
données détectées a distance et leur hétérogénéité, il devient difficile d’obtenir des résultats de clustering
pertinents en utilisant un seul algorithme. De plus, chaque algorithme précité nécessite un certain nombre de
parameétres et le plus important d’entre eux est le nombre de clusters, que 'utilisateur doit définir a priori.

Pour faire face a ces lacunes, les systemes de classifications multiples (MCS), également connus sous le nom
d’ensemble de clustering, est le consensus de différents algorithmes de clustering qui peut fournir la meilleure
partition avec une grande précision et, par conséquent, surmonter les limites des approches traditionnelles
basées sur des classificateurs uniques. Le MCS comprend deux étapes : la génération de partitions et la
combinaison de partitions.

Dans cette thése, nous étudions les avantages et les potentiels de cette technique dans le domaine de
Toccupation du sol en utilisant différents types de données : Données synthétiques, données composites et
données de télédétection. La premiere étape du MCS est assurée par quatre algorithmes de clustering, a savoir
lalgorithme k-means, l'algorithme k-harmonic means (KHM), I'algorithme Bisecting K-means (BKM) et
Talgorithme Self Organizing Map (SOM). Le meilleur clustering qui fait office de référence est obtenu selon
I'indice WB. Les méthodes de ré-étiquetage et de vote sont utilisées dans la deuxiéme étape. Les résultats
expérimentaux obtenus par le MCS surpassent légérement les résultats du clustering individuel.

Mots clés : Clustering, K-means, k-harmonic means, Bisecting K-means, Self Organizing Map, indices de
validité des clusters, données de télédétection.

Abstract

In remote sensing, clustering, also called unsupervised classification, is an important task that aims to
partition a given image in a multispectral space into a number of spectral classes (clusters), when in situ
information is not available. Among the many existing clustering algorithms, the most commonly used are K-
means, ISODATA, FCM (Fuzzy C-Means), SOM (Self Organizing Map) and more recently K-Harmonic Means.
However, with the increase in the amount of remotely sensed data and its heterogeneity, it becomes difficult
to obtain relevant clustering results using a single clustering algorithm. Moreover, each algorithm mentioned
above requires a number of parameters and the most important of them is the number of clusters, which the
user has to define a priori.

To cope with these shortcomings, the Multiple Classifier System (MCS) is also known as ensemble
clustering, is the consensus of different clustering algorithms can provide the best partition with high
accuracy and consequently overcome limitations of traditional approaches based on single classifiers. The MCS
involves two stages: the partitions generation and the partitions combination.

In this thesis, we investigate the potential advantages of this technique in the unsupervised land cover
classification by using various kinds of data: Synthetic data, composite data and remotely sensed data. The
first stage of the MCS is assumed by four clustering algorithms, the well-known k-means algorithm, the k-
harmonic means algorithm (KHM), Bisecting K-means (BKM) and the self-organizing map (SOM). The best
clustering is obtained according to WB index. The relabeling and the voting methods are used in the second
stage. Experimental results obtained by the MCS outperform the results of the individual clustering.
Keywords: Clustering, K-means, k-harmonic means, Bisecting K-means, self-organizing map, cluster validity
indices, remotely sensed data.
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